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4.3. Implementación del código . . . . . . . . . . . . . . . . . . . . . . . . . 32

5. Resultados 35

5.1. Capacidad reconstructiva de redes PS . . . . . . . . . . . . . . . . . . . 35

5.1.1. Dimensionalidad inherente en redes PS y LaBNE . . . . . . . . 38

5.1.2. Variación de parámetros de Poincaré Embeddings . . . . . . . . 40

5.2. Red ASI . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 44

5.3. Resultados pendientes . . . . . . . . . . . . . . . . . . . . . . . . . . . 50

v
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Resumen

Las redes complejas suelen tener un crecimiento no aleatorio, y en muchos casos

se pueden describir los mecanismos de crecimiento con modelos. El modelo de creci-

miento de redes de Popularidad-Similaridad (PS) asume un espacio hiperbólico de dos

dimensiones sobre el cuál crecen las redes. Estas redes sintéticas tienen caracteŕısticas

estad́ısticas, espećıficamente un nivel alto de clustering de los nodos, y también una

distribución heterogénea de grados, t́ıpico de redes que son scale-free o libres de escala.

Una gran variedad de redes reales, como redes de interacciones de protéınas o redes de

conexiones entre los routers que distribuyen Internet, muestran cualidades estad́ısticas

similares a las redes sintéticas generadas con el modelo PS. Es entonces un modelo que

permite interpretar la información de ciertas redes reales.

En ciertos contextos, puede ser de gran utilidad encontrar representaciones com-

pactas de dichas redes complejas. La reducción de dimensionalidad es una herramienta

poderosa en el análisis de redes complejas. Trabajando con embeddings, siendo un

embedding de nodos de una red un mapeo de los nodos a un espacio vectorial, se pue-

de hacer este mapeo, con particular enfoque en espacios de dimensionalidades bajas.

Luego, es posible trabajar sobre este nuevo espacio para inferir información sobre la

estructura de la red. Teniendo un modelo que describe una cierta familia de redes, se

puede buscar un algoritmo de embedding espećıfico a ese modelo que preserva ciertas

propiedades de interés de las redes al mapearlas al nuevo espacio, denominado espacio

latente. Que se preserve la estructura viene dado por las posiciones de los vectores en

este espacio. Un método que permite inferir información sobre la topoloǵıa de la red

involucra embeddings en donde las distancias vectoriales entre los vectores respectivos

de los nodos son representativas de determinados tipos de relación entre esos nodos. Es

decir, nodos altamente relacionados en la red tenderán a estar a distancias pequeñas

en el espacio latente. Con esta representación, es posible inferir cualidades estad́ısticas

de las redes y aplicaciones como la predicción de enlaces.

Este trabajo se enfoca en considerar embeddings a un espacio hiperbólico. Se hace

un enfoque en abarcar redes desde el punto de vista del modelo PS. En general, hay un

interés creciente en analizar la fuerte relación entre cierto tipos de redes complejas y

el espacio hiperbólico. Cuando una red cumple con ciertas cualidades estructurales, es

factible modelar y describir dicha red desde el marco de un espacio continuo hiperbólico.

vii



viii Resumen

Algunas de estas cualidades t́ıpicas son por ejemplo tener una distribución de grados

de tipo scale-free y tener un nivel alto de clustering, como en el modelo de PS.

En particular, se consideran dos algoritmos distintos de embedding, y luego se com-

binan para lograr que la efectividad de estos embeddings, en cuanto a lograr preservar

la micro y macro estructura de la red, sea más alta que cada método por separado,

en ciertos casos, considerablemente. El primer método es el Laplacian-based Network

Embedding (LaBNE), propuesto por Alanis-Lobato y colaboradores en [1], que asume

un espacio inherente hiperbólico para mapear redes a H2. En particular, asume que

las redes son descriptibles por el modelo PS, y se basa en la escala de la distribución

de grados para aplicar un re-ordenamiento radial a las coordenadas obtenidas por La-

placian Eigenmaps [2], que es un método establecido de reducción de dimensionalidad

mediante teoŕıa espectral de grafos. Luego se considera el algoritmo de Poincaré Em-

beddings, planteado en [3] por Nickel y Kiela. Este algoritmo se basa en la cualidad

hiperbólica de las redes complejas, pero no asume un modelo en particular como el PS.

Consiste en actualizar de manera iterada las posiciones de los nodos, en pequeños pasos,

asumiendo un geometŕıa diferencial hiperbólica que permite minimizar una función de

pérdida, la cual está armada de modo que tiende a decrecer cuando las distancias entre

nodos altamente relacionadas son pequeñas en comparación con las distancias entre

nodos poco relacionados.

El trabajo consiste entonces en una breve introducción al concepto de embeddings

en el caṕıtulo 2, con enfoque en el uso del término referido al análisis de redes complejas

en el área de aprendizaje automático. Se presentan los conceptos principales que serán

aplicados para verificar la capacidad predictiva de los embeddings, como por ejemplo

en hacer predicción de enlaces.

Luego, en el caṕıtulo 3 se introducen los aspectos teóricos del espacio hiperbólico

que son relevantes para encontrar relaciones entre este espacio y las redes complejas

que son de interés. Se ven conceptos como la geometŕıa diferencial del espacio, que

luego permite plantear el algoritmo de Poincaré Embeddings, y también equivalencias

entre la jerarqúıa de redes complejas con la forma y estructura de todo el espacio.

Al final del caṕıtulo se presenta el modelo de Popularidad-Similaridad, explicando

el algoritmo detallado por el modelo para generar redes, junto con una modificación

propia de este trabajo generalizando el modelo de 2 dimensiones a n dimensiones, con

n arbitrariamente grande.

En el caṕıtulo 4 se presentan los dos algoritmos de embedding que se implementan

y estudian en este trabajo, LaBNE y Poincaré Embeddings. También se incluye una

sección acerca de la implementación en código de todos los algoritmos, con comentarios

acerca de las dificultades computacionales de trabajar con redes complejas mayores que

cierto tamaño.

Finalmente, se tratan resultados en el caṕıtulo 5. En particular, se hace primero un



ix

análisis sobre redes sintéticas generadas con PS, verificando el funcionamiento de los

algoritmos de embedding y la capacidad de los mismos para preservar la información

relevante de las redes. Luego, se pone el enfoque en una red real, en particular la red de

Autonomous Systems Internet (ASI). Se generan embeddings de estas redes de distintas

caracteŕısticas, buscando encontrar los puntos óptimos e indicando las limitaciones de

los métodos. Por último, se mencionan ĺıneas de investigación a futuro que se pueden

seguir a partir de este trabajo, como por ejemplo estudiar otras redes reales de distintas

caracteŕısticas y mayor tamaño, y extender los modelos del espacio hiperbólico para

encontrar ventajas y desventajas en los distintos modelos.

Palabras clave: REDES COMPLEJAS, EMBEDDINGS, PREDICCIÓN DE ENLA-

CES





Caṕıtulo 1

Introducción

1.1. Motivación

“The more complex the network is, the more complex its pat-

tern of interconnections, the more resilient it will be.”

— Fritjof Capra

El estudio de redes permite analizar información en donde existen entidades con

relaciones entre śı [4, Part 1]. Informalmente, una red es un conjunto de entidades

(nodos) con algún tipo de relación entre las mismas, representada por enlaces (o co-

nexiones) entre los nodos. Sistemas de transporte como calles, subtes, aeropuertos, o

interacciones entre protéınas (Protein Interaction Networks, o PINs), son interpreta-

bles como redes, en donde la información está esencialmente contenida en nodos (los

aeropuertos del mundo por ejemplo) y los enlaces entre ellos (siguiendo el ejemplo, los

vuelos que hay entre distintos aeropuertos).

De la topoloǵıa rica en información de las redes complejas es posible un análisis

profundo, permitiendo distintas tareas como detección de comunidades, predicción de

enlaces, etc. La predicción de enlaces es una herramienta poderosa en el análisis de

redes. Una aplicación importante es inferir información de redes sobre las cuáles no se

tienen todos los datos, como una PIN. Otra aplicación es predecir la evolución temporal

de una red no estática, como la Autonomous Systems Internet (ASI), que es una red

de comunicación entre routers del internet [5]. Hay muchas más aplicaciones de gran

relevancia de predicción de enlaces [6], como por ejemplo sistemas de recomendaciones

para usuarios de redes sociales o de consumo de entretenimiento (como el catálogo de

Netflix, que se muestra de manera personalizada al usuario). Es entonces de interés en

este trabajo abarcar ciertos métodos y modelos, con el objetivo de aplicar técnicas de

predicción de enlaces.

1



2 Introducción

1.2. Modelos de crecimiento de redes

El crecimiento natural de una gran diversidad de redes normalmente impone ciertos

tipos de estructuras. Asumir (con criterios adecuados) una cierta estructura inherente al

analizar una red permite utilizar métodos de análisis que se basan en esta suposición. En

general, un modelo generador de redes sintéticas se puede considerar un buen descriptor

de redes reales si las redes generadas presentan cualidades t́ıpicas en dichas redes reales.

Por ejemplo, una caracteŕıstica muy común que se encuentra en una amplia variedad de

redes es la de ser scale-free, o libre de escala. Esto está relacionado con la distribución

de grado de los nodos, que en este caso corresponde a una ley de potencia. Esto último

es en general de manera aproximada, ya que no necesariamente se cumple la ley de

potencia en todo el rango de grados (por ejemplo, es común que se presente esta

cualidad en la cola de la distribución). El modelo de Barabási-Albert [7] por ejemplo es

un modelo de crecimiento de redes que genera redes con esta caracteŕıstica. Se basa en

la noción de preferential attachment (o apego preferencial), en donde al crecer una red,

los nodos nuevos se conectan preferentemente a nodos con mayor grado. Esto induce

una distribución de grado de potencia, y por lo tanto una red libre de escala.

Un modelo similar al de Barabási-Albert es el de Popularidad-Similaridad (PS)

[8]. Este modelo mantiene la noción de apego preferencial, pero no de manera directa

sino asumiendo un espacio hiperbólico en el cuál crece la red, planteado de tal manera

que se recupera este comportamiento. En este contexto, que una red crezca se refiere al

proceso de generarla agregando nodos y conexiones de manera secuencial, según ciertas

reglas sujetas al espacio de crecimiento. Además, introduce otro factor que afecta la

generación de nuevos enlaces, que es la similaridad, una medida más arbitraria que

permite una mayor variedad en la estructura final de la red. Ejemplos de redes reales

que cumplen cierta medida de PS son redes de interacciones de protéınas [4, Cap. 5] y

la red de sistemas autónomos del Internet (ASI).

La relación entre el espacio hiperbólico y redes complejas no es algo nuevo, y hay

numerosas publicaciones que estudian el tema, como en [9], [10], [5], [11], entre otros.

Una de las principales caracteŕısticas del espacio hiperbólico que se presta a tratar

redes complejas es la noción de jerarqúıa en la red, en donde los nodos y los enlaces

forman una estructura en donde ciertos nodos actúan como hubs de la red, teniendo

una mayor cantidad de enlaces que la mayoŕıa de los nodos de la red, lo cual está

fuertemente relacionado al apego preferencial. Esta jerarqúıa es aptamente modelada

por el espacio hiperbólico, como se verá en el caṕıtulo 3, en donde también se plantea

el modelo PS.
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1.3. Embeddings y predicción de enlaces

La aplicación de Machine Learning (aprendizaje automático) a la predicción de

enlaces es una de las maneras más comunes de abarcar la tarea, debido a la gran

cantidad de información contenida en redes complejas [12]. Un método común es la

predicción de enlaces v́ıa los embeddings de nodos de grafos. Habiéndonos referido

hasta ahora a redes, se hace una distinción de terminoloǵıa entre un grafo y una red:

nos referimos a un grafo como objeto matemático G(V,E), donde se tiene un conjunto

V de nodos y un conjunto E de conexiones entre ellos, mientras que una red está más

comúnmente asociada a información del mundo f́ısico o modelos (la red del Metro de

Madrid [13] por ejemplo).

Un embedding de nodos de un grafo es entonces, en el sentido matemático, un

mapeo de los nodos a un espacio vectorial en donde el mapeo preserva, en cierta medida,

caracteŕısticas del grafo original. Por ejemplo, se puede buscar la estructura de la red,

en cuanto a los enlaces entre los nodos. Esta preservación de la estructura viene dada

por las posiciones relativas de los vectores en el nuevo espacio, en donde tal espacio

cuenta con una métrica para definir nociones de distancias. A fines prácticos de realizar

predicción de enlaces, se busca aplicar embeddings en donde la distancia entre vectores

corresponda a una mayor probabilidad de conexión entre los respectivos nodos de la

red. En el caṕıtulo 2 se plasman en más detalle estas ideas.

Existe una amplia familia de algoritmos de embeddings, como métodos de factori-

zación y embeddings de caminatas aleatorias [12, Part I]. Distintos métodos son más o

menos efectivos según las caracteŕısticas de la red. En [1], Alanis-Lobato y colaborado-

res indagan sobre la efectividad del embedding basado en el Laplaciano (LaBNE, por

Laplacian Based Network Embedding en inglés) para analizar redes de Popularidad-

Similaridad. Este método asume que una red es aptamente descripta el modelo PS,

con lo cual se genera el embedding usando al modelo PS de gúıa. En el trabajo, mues-

tran la efectividad del método para mapear redes sintéticas generadas con el modelo, y

luego aplican el LaBNE para hacer predicción de enlaces sobre redes reales, como una

PIN de protéınas humanas y la ASI. Otro método de embedding que se estudia en el

presente trabajo es el de Poincaré Embeddings, descripto por Nickel y Kiela en [3]. Este

algoritmo también trabaja con el espacio hiperbólico, pero no asume ningún modelo

acerca de la red, más allá de considerar redes en donde las cualidades jerárquicas pre-

viamente comentadas están presentes. En el caṕıtulo 4 se presentan LaBNE y Poincaré

Embeddings en más detalle. Además, este caṕıtulo trata el tema de la implementación

de todos estos modelos y algoritmos en código funcional, junto con comentarios acerca

de las dificultades computacionales que hay al trabajar con redes complejas.





Caṕıtulo 2

Embeddings

Es necesario hacer una aclaración acerca del significado que le asignamos a la pa-

labra embedding. Este concepto tiene definiciones matemáticas rigurosas que se basan

en mapear estructuras matemáticas a otras, preservando la estructura en algún sentido

estricto. Por ejemplo, se pueden considerar embeddings topológicos, en donde una fun-

ción mapea un espacio topológico a otro, manteniendo un homomorfismo entre los dos

espacios. Es decir, ciertas relaciones entre elementos del espacio original son preserva-

das en el espacio nuevo [14]. En este trabajo, sin embargo, nos referimos a embedding

con su significado más vago en el área de aprendizaje automático. En este contexto,

un embedding es un mapeo de una estructura de datos a otro formato, en donde la

estructura es preservada aproximadamente. La pérdida de precisión en la información

se debe a que se suele aplicar un embedding que simplifica la estructura de los datos,

por ejemplo disminuyendo la dimensionalidad. Esto es con el objetivo de poder hacer

un análisis más accesible, en cuanto a herramientas de análisis y costo computacional.

En este trabajo por ejemplo, se busca reducir la dimensionalidad total de una red, que

puede ser hasta orden O(n2) siendo n la cantidad de nodos, a una dimensionalidad

mucho menor.

En el área de aprendizaje automático, es común quedarse con la idea que los embed-

dings son en general reducciones de dimensionalidad, pero en verdad cualquier mapeo

que cumple con el requisito ’mantener la estructura de forma aproximada’ se puede

considerar un embedding. En el fondo, ’estructura’ y ’preservar’ son términos espećıfi-

cos al problema particular. Por ejemplo, un método de interés reciente es el de generar

embeddings de redes en donde una red entera es mapeada a un vector, y un conjunto de

redes pueblan un espacio vectorial que se puede explorar. Es un método que se presta

por ejemplo al análisis de moléculas y compuestos, en donde las redes son consideradas

como estructuras de átomos conectados. En [15], los autores hacen un análisis teórico

de la capacidad de algoritmos de Graph Neural Networks (GNNs) para distinguir y

predecir propiedades de grafos. En particular, se plantea el problema como un mapeo

5



6 Embeddings

de grafos enteros a vectores que predicen propiedades del grafo. Luego, aplican sus

métodos para analizar el dataset QM9, que consiste en 133.385 moléculas junto con 12

propiedades f́ısicas de cada molécula, como propiedades energéticas, termodinámicas,

electrónicas, etc. Encuentran que los métodos que desarrollan son efectivos en predecir

estas propiedades macroscópicas a partir de información parcial del dataset. Este es un

ejemplo de lo amplio que pueden ser la definiciones de embeddings, con lo cual para el

propósito de este trabajo, se recalca que el enfoque está en node embeddings.

Nos referimos entonces a un embedding al mapeo de una red a posiciones de sus

nodos en este espacio de menor dimensionalidad, en donde el embedding no es una

reconstrucción exacta de la red, sino que busca captar las relaciones con la menor

distorsión posible permitida por el nuevo espacio que contiene a la información, dado

por una métrica en tal espacio apta para calcular distancias entre las coordenadas de los

nodos, pues se usa la distancia como parámetro de similitud entre nodos.1 Otro término

importante es que nos referimos a un algoritmo de embedding como un algoritmo que

toma una red y devuelve un embedding de la misma.

Las aplicaciones de embeddings a redes son amplias. Un uso interesante es utilizarlos

para generar dibujos estéticos y “naturales” de las redes. Por ejemplo, los Force-Directed

Drawing Algorithms [16] consideran a una red como un sistema f́ısico en donde hay

fuerzas entre los nodos. Estos algoritmos luego simulan el movimiento de los nodos

debido a estas fuerzas hasta llegar a un equilibrio, dándose aśı el dibujo final de la

red. Este proceso se puede considerar como un embedding pues los nodos adquieren

coordenadas espaciales a partir de un algoritmo que depende de la topoloǵıa de la red.

Un caso particular es considerar, por ejemplo, una fuerza repulsiva entre los nodos

(como si tuvieran carga eléctrica), y considerar a las conexiones entre nodos como

resortes. En la figura 2.1 se pueden ver dos dibujos distintos una misma red: uno en

donde el posicionamiento de los nodos es aleatorio, y otro en donde se aplicó un force-

directed drawing algorithm. Se nota una estructura inherente en la red en la figura 2.1b,

la cuál se pierde en la figura 2.1a. Es importante utilizar un layout efectivo a la hora

de mostrar redes, ya que pueden brindar mucha información con un simple vistazo.

En nuestro caso, nos interesan los embeddings que reducen la dimensionalidad de la

información. Las redes complejas suelen lograr llegar al estatus de ’complejas’ teniendo

una cantidad suficiente de nodos como para que se formen estructuras no triviales.2

Es posible que una caracteŕıstica de estas redes sea que tengan una topoloǵıa descrip-

tible por pocas variables. Haciendo analoǵıa con la mecánica estad́ıstica, en donde el

1Una explicación más rigurosa y matemática de estas nociones se puede encontrar en la sección
14.7.4 del libro Networks, 2da edición, de Mark Newman [4], o en el caṕıtulo 3 del libro Graph Repre-
sentation Learning, de William L. Hamilton [12].

2Euler resolvió el problema de los 7 puentes de Königsberg con ideas que un siglo después llevaŕıan
a la formulación de teoŕıa de grafos[18]. Este curioso acertijo de la época se puede ver como un grafo
de 4 nodos y 7 conexiones, lejos de lo que vendŕıa a conocerse como una red compleja.
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(a) Posicionamiento aleatorio de los nodos. (b) Posicionamiento usando el algoritmo de
Fruchterman-Reingold, un algoritmo tipo force-
directed [17].

Figura 2.1: Una red de 300 nodos con dos layouts distintos. Es una red simple, conectada y
no dirigida. El tamaño de los nodos es proporcional al grado de los mismos. Las coordenadas de
los nodos son un tipo de embedding.

comportamiento de enormes cantidades de part́ıculas se puede reducir a unas pocas

variables que describen el estado y su evolución, estas redes complejas suelen tener un

comportamiento descriptible por modelos con dimensionalidad reducida. La reducción

no lineal de la dimensionalidad de redes es una de las maneras más comunes y pode-

rosas de analizar redes complejas. Analizar una red desde el marco de que es un grafo

es un trabajo computacionalmente intenso, y también puede ser un marco del cuál no

se encuentran revelaciones sobre la estructura de la red a mayor escala3. Aplicando un

embedding, se reduce el problema a unas pocas dimensiones. Una ventaja de tomar

este camino es poder definir la estructura y/o el comportamiento matemáticamente

a través variables, sistema de ecuaciones, reglas de comportamiento, etc, que tienen

un carácter posiblemente más macroscópico. Por ejemplo, es común utilizar definicio-

nes de la mecánica estad́ıstica para redes complejas, como la entroṕıa, la enerǵıa o la

magnetización.

3Aún aśı, el análisis de redes con métodos tradicionales es extremadamente poderoso, y es la manera
más antigua de analizar redes, con lo cuál hay mucho trabajo hecho en este tipo de técnicas. Ver el
libro de Newman [4] para una presentación de una gran diversidad de estos métodos.



8 Embeddings

2.1. Embeddings como método de predicción de en-

laces

Se reitera que un análisis poderoso aplicado a redes es predicción de enlaces (o link

prediction en inglés), y un método efectivo de hacer estas predicciones es mediante los

embeddings sobre nodos. El objetivo es utilizar embeddings que preserven caracteŕısti-

cas de la estructura del grafo en las posiciones de los nodos. Nodos que pertenecen a

una familia muy conectada del grafo van a tender a estar cercanos en el embedding.

Entonces, una medida de distancia en el embedding se puede utilizar como score de

link prediction. En el algoritmo 1 se puede ver el método completo.

Algoritmo 1 LINK PREDICTION FROM SCORE LIST: Algoritmo que cal-
cula las distancias entre nodos en el embedding y ordena de menor a mayor sobre esa
medida

Input: Un grafo G, con matriz de adyacencia A. Sea N la cantidad de nodos en
G, con lo cuál A es de N ×N .

Output: Lista de link predictor scores: para cada par de nodos i, j, tales que
Aij = 0 (no hay conexión), un valor numérico que indica la probabilidad de conexión
entre los nodos. La lista viene ordenada por este score.

1: Se pasa a un embedding de G (el algoritmo dependerá del embedding particular).
A cada nodo i de G se lo mapea a un vector ~vi en algún espacio V equipado con
métrica.

2: Preparar una lista vaćıa link scores, la cuál contendrá filas del formato:

(i, j) d(i, j)
. .

siendo d(i, j) la distancia entre los vectores ~vi y ~vj del embedding.
3: for i = 0, i += 1, i < N do
4: for j = i+ 1, j += 1, j < N do
5: if Aij = 0 then
6: Calcular la distancia entre ~vi y ~vj: d = ‖~vi − ~vj‖.
7: Insertar fila “(i, j), d(i, j)” en link scores.
8: end if
9: end for

10: end for
11: Ordenar link scores por la fila d, de menor a mayor.

Se considera entonces que las conexiones más probables son las primeras de la lista,

ya que la distancia entre los respectivos nodos es menor que para el resto de los pares

de nodos. Este algoritmo es en verdad aplicable de dos maneras distintas: para medir la

reconstrucción total de una red a partir de toda su información, y para hacer predicción

de enlaces en donde la información de la red es incompleta.

El primer caso es comúnmente utilizado para ver la capacidad que tiene un algorit-
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mo de embedding para reconstruir una red, teniendo toda la información. En el caso

óptimo, la lista devuelta por el algoritmo 1 tendŕıa en la cabecera de la lista todas las

conexiones verdaderas, obteniendo una reconstrucción del 100 %.

El segundo caso de predicción de enlaces se aplica con información parcial de la

red. Esto puede ser porque efectivamente no se tiene acceso a la red completa, y se

quiere hacer predicciones de enlaces para completarla, o puede ser aplicado a modo

de prueba, en donde se tiene acceso a la información total de la red, y lo que se hace

es dividir al conjunto de enlaces en conjuntos separados de train, validation y test,

como es común en aplicaciones de aprendizaje automático sobre cualquier conjunto de

datos. En este último caso, el conjunto de train se usa para generar el embedding, con

validation gúıando el proceso de elegir parámetros de los algoritmos. Finalmente, el

conjunto de test se usa para evaluar el desempeño del embedding, viendo qué tan bien

son recuperadas las conexiones de este conjunto al aplicar el algoritmo 1. En cualquier

aplicación de ciencia de datos y aprendizaje automático, este proceso y método de

evaluación es común, y considerado necesario.





Caṕıtulo 3

Redes complejas y el espacio

hiperbólico

“It is unbelievable that this stubborn darkness, this eternal

eclipse, this flaw in geometry, this eternal cloud on virgin

truth can be endured.”

— Farkas Bolyai en una carta a su hijo Janós, quien lue-

go de los esfuerzos, fracasos e ideas de su padre, introdujo

grandes avances en el estudio de espacios no-euclideos.

En este caṕıtulo, se hace un tratamiento acerca del espacio hiperbólico (H) y como

se relaciona con las, o más bien algunas, redes complejas. Se pone enfoque en las

nociones geométricas de este espacio, en donde a partir de una métrica se pueden

definir conceptos como dirección sobre ese espacio, y distancias mı́nimas (integrales de

camino generales también) entre puntos. Estas cualidades son las de principal interés

para este trabajo, ya que se utilizan tanto para la generación de redes PS como para

los dos embeddings que se plantean. Se definen los modelos particulares de H (hay

varios) con los que se trabaja en esta tesis. También se da un panorama de porqué las

cualidades fundamentales tanto de H como de las redes complejas se pueden relacionar.

A no ser que se aclare lo contrario, nos referiremos a ’red(es) compleja(s)’ entendiendo

que se habla de ciertas redes que se pueden relacionar con H.

Al final del caṕıtulo, se presenta el modelo de Popularidad-Similaridad de Papado-

polous y colaboradores [8]. Se describen en detalle los parámetros que juntos permiten

generar una gran variedad de redes complejas, que cumplen con algunas caracteŕısti-

cas como scale-freeness y clustering alto. En verdad, se puede controlar el nivel y las

caracteŕısticas de estas cualidades gracias a como está definido el modelo.

11
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3.1. El espacio hiperbólico

Figura 3.1: Tres modelos del espacio
hiperbólico: el model de Lorentz o hiper-
boloide (L), el modelo de Klein (K) y el
modelo del disco de Poincaré (B). Toma-
da de [19], editada.

En esta sección se repasan algunos concep-

tos del espacio hiperbólico (H), especialmente las

ideas que se utilizarán en el resto del trabajo. El

espacio hiperbólico es un espacio isotrópico de cur-

vatura negativa, a diferencia del espacio Euclideo

que tiene curvatura nula y el espacio esférico de

curvatura positiva. Al no ser fácilmente visuali-

zado en el espacio Euclideo, existen varios mode-

los para H, cada uno equivalente pero mostrando

distintas caracteŕısticas. Una manera natural de

definir estos modelos es a partir del modelo del

Lorentz (o modelo del hiperboloide). En la figura

3.1, se pueden ver representaciones de modelos de

H2. En particular, el modelo de Lorentz se deno-

ta con L. Está construido sobre la superficie de un hiperboloide (en verdad, una de

las dos capas de un hiperboloide). En este modelo, el hiperboloide está embebido en

el espacio de Minkowski, con la métrica de este espacio definiendo las caracteŕısticas

locales del espacio, a partir de las cuales se pueden derivar resultados más generales,

como distancias entre puntos.

Los otros modelos se pueden considerar entonces proyecciones de L, como por ejem-

plo el modelo del disco de Poincaré B (que es el modelo principal de este trabajo).

Construir este modelo consiste en proyectar las coordenadas del modelo de Lorentz L
a un disco de radio 1 en el origen. Junto con la proyección del espacio, se tiene en

cuenta que para cada modelo se define una métrica que cumple con preservar nocio-

nes de distancias y caminos. El modelo de Klein K es muy similar, pero el disco se

encuentra tocando el mı́nimo del hiperboloide. Se puede ver en la figura que las curvas

remarcadas en L (que son geodésicas entre puntos infinitamente remotos) se mapean

con formas distintas a K y B. En particular, en el modelo de Klein, las geodésicas

se presentan como ĺıneas rectas, mientras que en el modelo del disco de Poincaré, las

geodésicas se presentan como arcos de circunferencias. En este ejemplo, se muestran

modelos de dos dimensiones del espacio hiperbólico, pero las ideas son generalizables

a dimensiones mayores. Por ejemplo, los discos de K y B pueden ser n-bolas de radio

1 en el respectivo espacio de dimension n, y el hiperboloide de L seŕıa un hiperboloide

de dimension n embebido en un espacio de Minkowski de dimensión n+ 1.

Algunas caracteŕısticas poco intuitivas de H son justamente lo que hace a este

espacio apto para relacionarlo con redes complejas, como se verá más adelante en

detalle. Por ejemplo, el espacio ocupa área (o volumen en cualquier dimensión) de
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manera exponencial, en el sentido que al alejarnos del origen (la mayoŕıa de los modelos

de H se prestan a usar coordenadas polares) cambia la métrica de modo que se abarca

más espacio, a diferencia de, por ejemplo, el espacio abarcado por una esfera en Rn.

Figura 3.2: Teselación heptagonal de H2.
Todos los triángulos tienen la misma área hi-
perbólica, pero su área en la representación
Eucĺıdea disminuye al alejarse del centro del
disco. El borde del disco es su clausura ∂H2,
que está infinitamente remoto respecto del
centro. Imagen sacada de [20].

La variable radial se puede ver como la coor-

denada especial que induce un cambio en el

’tamaño’ del espacio. De esta manera, se pue-

de abarcar un espacio sin frontera finita en

una representación finita. En la figura 3.2

se muestra una teselación heptagonal de B
en 2 dimensiones. Cada triángulo (pues son

triángulos en ese espacio) tiene el mismo área,

y el disco abarca una cantidad infinita.

En las siguientes secciones se explica más

en detalle como están definidos estos modelos.

Se verá que las superficies que se muestran en

la figura 3.1 indican los conjuntos de puntos

sobre los cuales los modelos se definen. Estos

conjuntos están equipados con métricas, y a

partir de estos dos pilares, se derivan las pro-

piedades del espacio hiperbólico, como la distancia entre dos puntos, la longitud de

una curva, operaciones con vectores, el mapeo exponencial, el conjunto de espacios

tangentes, etc. Son estas propiedades las que se destacan en utilidad para el creciente

interés en combinar el espacio hiperbólico con modelos de redes complejas, y aprendi-

zaje automático en general.

3.1.1. Modelo de Lorentz

En primer lugar, consideremos el modelo de Lorentz, que consiste en definiciones

y fórmulas relativamente simples. El modelo de Lorentz Ln del espacio hiperbólico

n-dimensional está definido sobre una variedad que está embebida en el espacio de

Minkowski (n+ 1)-dimensional. Consideramos el producto interno Lorentziano:

〈x, y〉L = xTgLy = −x0y0 +
n∑
i=1

xiyi (3.1)

Siendo gL la matriz de métrica de Lorentz:
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gL =


−1 0 · · · 0

0 1 · · · 0
...

...
. . .

...

0 0 · · · 1

 (3.2)

Luego, se define a Ln como la variedad dada por la capa superior de un hiperboloide

n-dimensional (ver figura 3.1, en donde se muestra el hiperboloide de L2). Matemáti-

camente:

Ln = {x ∈ Rn+1 | 〈x, x〉L = −1, x0 > 0} (3.3)

En este modelo, la métrica gL define las propiedades locales del espacio, y las dis-

tancias entre puntos se pueden derivar a partir de la métrica y la forma del hiperboloide

para llegar a:

∀x, y ∈ Ln | dL(x, y) = arcosh (−〈x, y〉L) (3.4)

Este modelo se destaca en cuanto a la practicidad de implentarlo computacional-

mente en su estabilidad numérica al calcular distancias a comparación de los otros

modelos.

3.1.2. Modelo de bola de Poincaré

El modelo de bola de Poincaré se presta a ser usado de manera muy intuitiva para

el propósito de este trabajo. Se puede visualizar H en su totalidad, y además resulta

que es relativamente simple de implementar la estructura computacional del modelo,

en cuanto a la métrica, las distancias entre nodos, etc. Esto es fundamental, como se

verá más adelante, para plantear el algoritmo de Poincaré Embeddings.

El modelo de bola de Poincaré Bn se puede definir como la proyección del modelo

de Lorentz Ln a una bola n-dimensional de radio 1 situado en el hiperplano x0 = 0,

mediante rayos que conectan puntos en el hiperboloide de Ln con el punto (−1, 0, . . . , 0).

El modelo abarca entonces el conjunto de puntos:

Bn = {x ∈ Rn : ‖x‖< 1} (3.5)

siendo ‖·‖ la norma Eucĺıdea. Se puede ver que Bn es equivalente a Ln si se equipa

con la métrica gB, dada por:

gB = λ2xg
E , con λx =

1

1− ‖x‖2 (3.6)

siendo gE la métrica Eucĺıdea que es simplemente la identidad y λx el factor con-
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formal del modelo en el punto x. Con esta forma, la métrica de Bn es conformal a la

métrica Eucĺıdea, en el sentido que la deformación de gE ocurre como consecuencia de

la distancia al origen, y no de un factor angular. Finalmente, se puede ver que para

este modelo, la distancia hiperbólica entre dos puntos es:

∀x, y ∈ Bn | dB(x, y) = arcosh

(
1 + 2

‖x− y‖2
(1− ‖x‖2) (1− ‖y‖2)

)
(3.7)

En la figura 3.3 se muestra la dependencia de la distancia hiperbólica entre puntos en

el modelo de bola de Poincaré, en función de sus posiciones dadas como coordenadas

cartesianas. En la figura de la izquierda 3.3a se puede ver la distancia al origen en

función del radio. Se ve un crecimiento exponencial al acercarse a la frontera del disco.

En la figura de la derecha 3.3b se muestra un mapa de las distancias entre todos los

puntos del modelo a un punto en particular, u dado por ur = 0.5, uθ = 5π/8. Acá

también se puede ver que la mayoŕıa del área eucĺıdea del disco abarca un área ı́nfima

del espacio hiperbólico.
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(a) Distancia al origen. Misma para todo θ. (b) Distancia a u (ur = 0.5, uθ = 5π/8).

Figura 3.3: Distancias en el modelo de bola de Poincaré.

Uno de los grandes problemas con trabajar con este modelo es justamente cuando se

trabaja con coordenadas cercanas a la frontera de la bola, pues el crecimiento explosivo

de la distancia causa inestabilidades numéricas. Sin embargo, una manera heuŕıstica

de evitar este problema es intentar mantener las coordenadas con un radio no muy

cercano a 1, en donde se pierde cierta precisión, pero se evita el crecimiento explosivo

de la distancia.
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3.2. Relación entre el espacio hiperbólico y redes

complejas

En lo que corre de este siglo, ha habido un interés explosivo en estudiar redes

complejas con el poder descriptivo del espacio hiperbólico. Por ejemplo, Papadopoulos,

Krioukov y Boguñá tienen numerosas publicaciones en el tema ([10], [21], [9], [22]), en

donde construyen un marco descriptivo basado en H para estudiar el crecimiento y la

estructura de redes complejas. En [9], concluyen que hay una fuerte relación entre H
y dos cualidades t́ıpicas de muchas redes complejas: una distribución heterogénea de

grados (scale-free) y un clustering fuerte. Más aún, ven que la relación existe en ambos

sentidos, en el sentido que:

1. H es una herramienta útil para generar redes complejas con estas cualidades.

2. Redes con dichas cualidades son mapeables a H.

Uno de los puntos de interés de [21] es el estudio de la eficiencia de ruteo en redes

complejas. Considerar por ejemplo la distribución eficiente de información a través del

internet. Cada paquete de información tiene que saltar entre varios routers para llegar

a su destino, y es deseable que lo haga de manera óptima. Los autores encuentran que

redes complejas con una distribución heterogénea de grados obtienen ruteos óptimos.

Acá hay un resultado a destacar, que permitirá interpretar la próxima relación entre H
y las redes complejas que se planteará. El ruteo en estas redes es óptimo porque se puede

ver que redes con una distribución heterogénea de grados suelen tener una jerarqúıa de

nodos, en donde unos pocos nodos abarcan una cantidad grande (a comparación de la

mayoŕıa de los nodos) de enlaces. De esta manera, estos nodos actúan como hubs en

la red. Entonces, los paquetes de información suelen poder optimizar al camino yendo

a alguno de los hubs, de donde son dirigidos a su destino final. En [21], los autores

demuestran que la jerarqúıa de nodos en redes complejas con distribución heterogénea

de grados es equivalente a la jerarqúıa de nodos en H, lo que permite interpretar

la eficiencia de ruteo en redes complejas como la eficiencia de ruteo en H. En otras

palabras, los caminos más cortos en estas redes complejas se pueden recuperar como

geodésicas en H.

La noción de jerarqúıa en redes complejas se puede ver en su formato más simple

en el caso de los árboles. Un árbol, en el sentido de grafos, es un grafo que no contiene

caminos cerrados. Considerar por ejemplo el árbol mostrado en la figura 3.4, construido

con un factor de ramificación 2 a partir de los nodos u y v. El factor de ramificación

indica, como es de esperar, cuantos nodos hijos tiene cada nodo en el árbol (hasta

llegar a los últimos nodos, que son las hojas). Este árbol se muestra superpuesto en

dos modelos distintos de H2, en particular el disco de Poincaré (B2) y el medio plano
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de Poincaré. Considerando el modelo del disco, vemos que los caminos en el árbol

tienen una similitud a la forma que toman las geodésicas en H2. Otra caracteŕıstica

importante es la equivalencia entre el crecimiento exponencial de cantidad de nodos

al aumentar las capas, y el crecimiento exponencial del área que abarca el disco de

Poincaré al acercarse al borde. Es entonces natural considerar a H como una versión

continua de los árboles.

En general, las redes complejas no son árboles estrictamente, pero si tienen una cier-

ta jerarqúıa de nodos, se puede hacer un embedding de la misma al espacio hiperbólico

con una distorsión pequeña en las distancias entre nodos. Esto es fundamental para

el propósito principal de este trabajo, que es hacer predicción de enlaces mediante

distancias entre nodos.

Figura 3.4: Un árbol con factor de ramificación 2, superpuesto sobre dos modelos de H2 (disco
de Poincaré (izquierda) y medio plano de Poincaré (derecha)). Tomado de [23].

3.3. Modelo de Popularidad-Similaridad

Como se comentó en el caṕıtulo 1, el modelo de Popularidad-Similaridad de gene-

ración de redes impone un cierto tipo de crecimiento sobre esas redes. A continuación

se da una breve explicación del modelo, y cuáles son los parámetros que controlan la

topoloǵıa de la red. En [8], Papadopolous y colaboradores desarrollan el modelo PS de

generación de redes. Basándose en la noción de preferential attachment [7], en donde se

considera que nodos nuevos tienden a conectarse a nodos con muchas conexiones (es la

noción de popularidad), los autores implementan una métrica de similaridad, dándole

otro parámetro de estructura a la red resultante.

El modelo asume que el espacio natural en donde crece la red es H2. Se usa el

modelo de disco de Poincaré. El modelo consiste en generar la red de manera iterada,

agregando de a un nodo a la vez. Se utiliza una interpretación geométrica, en donde

un nodo nuevo adquiere:

(a) Una posición radial, proporcional al tiempo de nacimiento del nodo, que se puede

interpretar del ı́ndice del mismo. Es decir, el nodo más viejo es el primero, con
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lo cual tiene ı́ndice t = 1, el segundo t = 2, etc. Teniendo ı́ndice t, al nuevo nodo

se le asigna rt = ln t. Es claro que los nodos entonces se ordenan en distancia

al origen. Además, los autores implementan un factor de popularity fading [24],

es decir disminución de popularidad. Esto es una caracteŕıstica de ciertas redes

complejas, en donde nodos populares en cierto marco de tiempo tienden a perder

importancia absoluta en la red al crecer mucho la misma. Esto se implementa

en el modelo aumentando la posición radial de los nodos ya presentes en la red

cada vez que se agrega un nodo nuevo. Para el nodo s, en un tiempo t > s, su

posición radial es rs(t) = βrs + (1 − β)rt. El parametro β ∈ [0, 1] controla el

nivel de disminución de popularidad. En consecuencia, impone el factor de escala

mediante γ = 1 + 1/β > 2.1 Para el rango de β, resulta que γ ∈ [2,∞), pero para

redes scale-free está t́ıpicamente entre 2 y 3. Si β = 1, entonces γ = 2 y no hay

modificación en la posición radial de los nodos. Si β = 1/2, entonces γ = 3. Este

es el valor de γ en el modelo de preferential attachment de Barabási-Albert [7].

(b) Una posición angular aleatoria, con θs ∈ [0, 2π). Acá se introduce la noción de si-

milaridad, permitiendo asignarle un valor cualitativo a distancias angulares entre

nodos. Cuando dos nodos están a una distancia angular pequeña, se interpreta

como que son similares en algún sentido.

Teniendo su posición, el nuevo nodo procede a conectarse a m nodos ya presentes2

en la red, en donde m = bk̄/2e, siendo k̄ el grado promedio de los nodos que tendrá la

red final y el śımbolo bxe significa el redondeo de x al entero más cercano.

Es acá que se implementa un parámetro T ≥ 0 (temperatura de la red), que modifica

el clustering c̄ de la red. Una definición completa del clustering se puede ver en [4, Cap.

7]. A nuestros fines, alcanza con saber que es una medida de qué tanto tiende la red

a formar subconjunto de nodos altamente conectados entre śı, con pocas conexiones

entre subconjuntos (estos subconjuntos se llaman clusters). En verdad, T se utiliza

para controlar el clustering. Agrega un elemento de aleatoriedad a la formación de

conexiones. La idea es que al aumentar T , un nuevo nodo tenga más probabilidad

de conectarse a nodos lejanos, con lo cual disminuye el clustering final de la red. Se

implementa considerando que el nuevo nodo t se conecte a nodos preexistentes con

probabilidad

p(xts) =
1

1 + e(xts−Rt)/T
, (3.8)

1Si no es claro porqué la disminución de popularidad afecta el factor de escala, considerar lo
siguiente: una disminución de popularidad baja o nula tenderá a mantener a ciertos nodos cercanos al
origen. Nodos cercanos al origen acumularán muchas conexiones a lo largo del crecimiento de la red,
aumentando el factor de escala. Lo contrario ocurre para una disminución de popularidad alta.

2Si hay menos de m, se conecta a todos, con lo cual los primeros m nodos forman un grafo completo.



3.3 Modelo de Popularidad-Similaridad 19

siendo xts la distancia hiperbólica entre los nodos t, s, dada por

xts = arcosh (cosh rt cosh rs − sinh rt sinh rs cos (π − |π − |θt − θs||)) (3.9)

y Rt = ln t el radio a tiempo t del disco que contiene a todos los nodos. Para T → 0,

se ve que p(xts) → Θ(Rt − xts), siendo Θ(x) la función de Heaviside. Esto implicaŕıa

que el nuevo nodo se conecte a m nodos a una distancia menor que Rt, elegidos aleato-

riamente. Sin embargo, en la práctica se impone que a T = 0 las conexiones se forman

con los m nodos más cercanos. Para T > 0, la probabilidad de conexión de nodos

lejanos aumenta con T , con lo cual aumentar la temperatura de la red disminuye el

clustering de la misma.

Dimensionalidad del modelo PS

El modelo PS propuesto en [8] está planteado para dos dimensiones, es decir sobre

H2. Sin embargo, se puede generalizar a cualquier dimensión, y es simple de hacer.

Aumentar la dimensionalidad del modelo introduce una mayor capacidad de generar

estructuras complejas y macroscópicas en la red. Esto es esencialmente porque al tener

más posiciones angulares, se puede generar más clusters y familias de nodos, aún man-

teniendo una distancia suficiente para no interactuar fuertemente con otros segmentos

de la red. Los roles de los parámetros k̄, γ y T siguen siendo los mismos, respectiva-

mente siendo la conectividad promedio, el nivel de popularity fading (modificación de

la escala de la jerarqúıa general de la red) y la temperatura de la red controlando el

nivel de aleatoreidad, y en consecuencia, el clustering.

Se consideran las coordenadas hiperesféricas del modelo PS en n dimensiones como:

R = (r,θ1, . . . ,θn−1) (3.10)

donde r es un vector que contiene las coordenadas radiales de los nodos, generadas

con la misma regla jerárquica, y θi son las posiciones angulares en la dimensión i,

generadas aleatoriamente (y uniformemente). La distancia hiperbólica entre dos nodos

se define al igual que en la ecuación 3.9. Para dimensiones mayores a 2, se reemplaza

la diferencia angular |θt − θs| simple por la diferencia angular en la hiperesfera de

dimensión n− 1. Esto es fácilmente calculado aplicando:

∆Θt,s = arc cos

(
Xt ·Xs

‖Xt‖‖Xs‖

)
(3.11)

con Xi las coordenadas cartesianas del nodo i en Bn.3

Luego de implementar esta nueva funcionalidad, se encontró un trabajo reciente

3Es una de las ventajas de la relación conformal entre B y R: se pueden seguir usando resultados
enfocados en relaciones angulares.
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que aplica estas ideas y las expande y analiza considerablemente más que en este

trabajo [25]. El trabajo incluye una descripción detallada del impacto que tienen las

combinaciones de parámetros del modelo en las estructuras emergentes de las redes

generadas, con un enfoque en la dimensionalidad. En el presente trabajo, se introduce

la dimensionalidad como un pie sobre el cual los modelos de predicción de enlaces

mejoran significativamente.

10

5

0

5

10

10

5

0

5

10

0.04

0.02

0.00

0.02

0.04

(a) d = 2.

10

5

0

5

10

10

5

0

5

10

10

5

0

5

10

(b) d = 3.

Figura 3.5: Redes PS generadas con los mismos parámetros, pero en 2 y 3 dimensiones.
N = 500, k̄ = 4, γ = 2.5, T = 0.1, semilla 47.



Caṕıtulo 4

Algoritmos de embedding en

espacio hiperbólico

4.1. LaBNE

Como se vió en el modelo de Popularidad-Similaridad (3.3), hay redes que crecen

en lo que es fundamentalmente un espacio hiperbólico, en donde la posición radial de

los nodos se corresponde a su edad y popularidad. En [1], los autores describen el

Laplacian-based Network Embedding (LaBNE), con el propósito de hacer predicción de

enlaces utilizando el embedding, es decir usando las distancias resultantes entre nodos

como indicio de la probabilidad de existencia de un enlace. LaBNE es esencialmente

una modificación de Laplacian Eigenmaps [2], para aplicar sobre redes que se asume

que tienen un carácter similar a las redes PS. Esto se logra asignando las coordenadas

radiales según el grado de los nodos, con los nodos más populares (grado mayor) más

cercanos al origen.

El algoritmo 2 muestra la implementación del LaBNE. Concretamente, LaBNE

consiste en aplicar Laplacian Eigenmaps, que devuelve el embedding a coordenadas

cartesianas, guardar las coordenadas angulares y actualizar las coordenadas radiales

mediante el factor de escala γ, que en el paralelismo con el modelo PS cumple el rol

del exponente en la distribución de grados. Este factor se puede calcular para una

dada red mediante métodos más sof́ısticados y precisos que un simple ajuste sobre la

distribución de grados [26]. Se ve entonces que LaBNE asume que la distribución de

grados en la red es indicio de la jerarqúıa de los nodos, y por lo tanto de la edad de los

nodos si se mira desde el punto de vista del modelo de Popularidad-Similaridad.

Ventajas a destacar de LaBNE es que es un método relativamente simple y que no

requiere de parámetros adicionales. Además, es un método que puede ser aplicado a

redes de cualquier tipo, no solo a redes PS, mientras que cumplan algunos requisitos,

como por ejemplo ser conexa (que no hayan secciones de la red aisladas de otras) y no

21
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dirigida. Además, es un método determinista, en el sentido de que no requiere de pasos

que inducen alguna aleatoridad en el proceso de embedding.

Algoritmo 2 LaBNE: Laplacian Eigenmaps modificado para abarcar redes en B2

Input: Red conexa no-dirigida. Sea N = |V | el número de nodos.
Output: YB2 , las coordenadas r e θ de los nodos en el embedding.

1: Inferir el factor de escala γ de la red. Con este factor se controla la posición radial
de los nodos.

2: Obtener las coordenadas (~x, ~y) = YR2 usando Laplacian Eigenmaps.
3: Asignar coordenada radial rj = β ln (j) + (1− β) ln (N) a los nodos, con j el ı́ndice

de un dado nodo, ordenados de mayor a menor por grado.
4: Asignar coordenadas angulares mediante ~θ = arctan2 (~y, ~x).

5: Se obtienen entonces las coordenadas del embedding ~r y ~θ, siendo rj la coordenada

r del nodo j e θj la coordenada θ. Entonces, YB2 = (~r, ~θ).

Nuevamente, como en el caso de la dimensionalidad del modelo PS (3.3), se puede

extender LaBNE para abarcar una dimensión arbitraria. Para un embedding de di-

mensión n, consiste en considerar los n primer autovectores de Laplacian Eigenmaps.

Estas coordenadas cartesianas son fácilmente convertidas a coordenadas hiperesféricas,

y se obtiene el embedding en Bn. El orden radial de los nodos sigue siendo aplicado

mediante la misma regla a partir de los grados.

En las figuras 4.1 y 4.2 se pueden ver ejemplos de la aplicación de LaBNE a redes

PS. En la figura 4.1 se muestra el embedding de una red PS en B3 a B2 usando LaBNE.

En la figura 4.2 se muestra el embedding de una red PS en B2 a B3 usando LaBNE.

Recordamos que LaBNE no tiene ningún conocimiento acerca de las coordenadas de

los nodos en el modelo de PS, simplemente funciona con la estructura de la red.

Es interesante el efecto de la dimensionalidad inherente de la red, dada por su

generación mediante PS, en el embedding resultante de LaBNE. En la figura 4.1, se

ve que al aplicar LaBNE con una dimensionalidad menor a la inherente de la red, hay

un solapamiento no deseado de los nodos. No se logra abarcar toda la estructura de la

red. En la figura 4.2, se puede ver el caso contrario: a pesar de que LaBNE es aplicado

en 3 dimensiones, la dimensión inherente de la red se puede ver claramente, pues el

embedding resultante se encuentra aproximadamente en una variedad bidimensional,

deformada en 3 dimensiones.
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Figura 4.1: En la izquierda, se muestra una red generada con PS en 3 dimensiones, mostrando
las coordenadas que adquirieron los nodos en el proceso de generación. En la derecha, se muestran
las coordenadas de embedding dadas por LaBNE aplicado en 2 dimensiones. Se puede ver un
inevitable solapamiento de los nodos. Parámetros PS: N = 300, k̄ = 8, γ = 2.7, T = 0, seed = 47,
dim = 3.
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Figura 4.2: Similar a la figura 4.1, pero con la generación PS hecha en 2 dimensiones y LaBNE
aplicado en 3. Acá, se ve que a pesar de trabajar en más dimensiones, LaBNE genera coordenadas
que son en esencia una variedad bidimensional, estirada sobre las 3 dimensiones. Parámetros PS:
N = 300, k̄ = 8, γ = 2.7, T = 0, seed = 47, dim = 3.
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4.2. Poincaré Embeddings

En esta sección se detalla un algoritmo para generar embeddings de redes en espacio

hiperbólico, llamado Poincaré Embeddings (ó PE para ser breves). El PE fue planteado

en [3] por Nickel y Kiela en el 2017, y es un algoritmo quasi-estocástico, en el sentido

de que aplica pasos iterados en donde se eligen aleatoriamente partes de la red para

actualizar, pero esta actualización se hace de manera determinista. Esencialmente, PE

consiste en elegir nodos aleatoriamente, y actualizarlos en el espacio de embedding de

manera que se minimice una función de costo L, la cual está planteada de modo que

se enfatizan jerarqúıas en la red y distancias pequeñas entre nodos similares. Estos

comentarios más cualitativos son para dar una idea del formato de PE. A lo largo de

esta sección, se da una explicación con más detalle de los distintos componentes de PE.

En PE, las posiciones de los nodos (las cuales se inicializan aleatoriamente en [3],

pero como veremos se puede mejorar usando LaBNE como posiciones iniciales) se

actualizan obteniendo el gradiente de la función de costo a minimizar, de modo que

este gradiente nos da una dirección en la cual mover a un nodo en particular. Moviendo

el nodo en esa dirección una cantidad pequeña, logramos disminuir levemente la función

de costo. Iterando este proceso sobre todos los nodos de la red, se logra obtener una

distribución de posiciones que cumple con las caracteŕısticas que estamos buscando en

los embeddings.

El algoritmo que se acaba de describir es más generalmente el Riemannian Sto-

chastic Gradient Descent (RSGD) [27]. El algoritmo de Stochastic Gradient Descent

(SGD) es aplicado en numerosas áreas del aprendizaje automático. Consiste justamen-

te en este proceso iterado de actualizar los parámetros de algún modelo con pequeñas

variaciones, de modo que se minimice una función de costo.1 Mientras que SGD tra-

baja en espacio eucĺıdeo, RSGD es una extensión de SGD para trabajar en espacios

Riemannianos generales. El cambio fundamental es en como se calculan los gradientes

de la cadena de operaciones necesaria para hacer la actualización de parámetros, paso

conocido como backpropagation [29]. Se considera la métrica y caracteŕısticas del espa-

cio Riemanniano en el que se trabaja, y esto induce cambios en la forma de calcular

los gradientes.

En particular para PE, este proceso se lleva a cabo en el espacio hiperbólico HN ,

trabajando sobre el modelo de bola de Poincaré BN . Como se vió en la sección 3.1.2,

este espacio es conformal a Rn, es decir que solo hay un re-escaleo del tensor métrico

debido a la distancia al origen, y no hay deformaciones angulares.

Una cuestión que tiene que ser considerada al trabajar sobre el espacio hiperbólico

(sea cual sea el modelo) es la generalización de operaciones euclidianas. Si consideramos

un espacio eucĺıdeo Rn, se definen varias operaciones sobre los vectores de este espacio,

1Para ver el origen de SGD, consultar con el paper de Robbins y Monro de 1951 [28].
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como la suma y la multiplicación, transformaciones, proyecciones, etc. Una manera

común y simple de encarar esta generalización de operaciones consiste en considerar

espacios tangentes, cada uno tangente a un punto sobre nuestro espacio hiperbólico. Lo-

calmente a un dado punto, su correspondiente espacio tangente es localmente eucĺıdeo,

y por lo tanto las operaciones sobre vectores de este espacio son las mismas que en

Rn. La maquinaria interesante que relaciona a los espacios tangentes con el espacio

hiperbólico está en como transformar entre vectores de un espacio tangente y vectores

del espacio hiperbólico. En la sección 3 de [30], un survey acerca de redes neuronales

hiperbólicas, se detallan más métodos para generalizar operaciones euclidianas, como

por ejemplo utilizar espacios de gyrovectores. En general, trabajar con espacios tangen-

tes es la manera más simple de llevar a cabo estos pasos, pero suele ser menos precisa

que trabajar directamente sobre el espacio hiperbólico.

Un paso importante a destacar en el algoritmo de Poincaré Embeddings es en qué

formulación se calcula el gradiente de la función de pérdida, junto con la cadena de

operaciones que culminan en un paso de actualización de las coordenadas del embed-

ding. Es este paso el cual se lleva a cabo usando los espacios tangentes, con lo cual se

comienza ahora una explicación de como se trabaja con estos espacios. Para guiar esta

explicación, considerar la figura 4.3, en donde se muestra la superficie de una esfera que

se puede interpretar como cualquier espacio Riemanniano definido sobre una variedad

M.

Figura 4.3: Esquema conceptual de los mapeos
Log y Exp.

El paso de actualización se hace a

través del espacio tangente de un punto

(en particular, el punto que se considera

es la coordenada actual de uno de los no-

dos; en la figura es µ). El espacio tangente

a un punto en un espacio Riemanniano se

puede interpretar como la generalización

de la recta o el plano tangente sobre una

curva o superficie en espacio eucĺıdeo. En

la figura, no hay gran dificultad en inter-

pretar que el espacio tangente es simple-

mente el plano bidimensional tangente a

µ. Se denota entonces Tµ al espacio tan-

gente a µ. Se construye a partir de los vectores que son tangentes al punto en cuestión,

teniendo en cuenta que la propiedad ’tangente’ es relativa a la métrica del espacio. El

espacio tangente se presta a interpretar vectores de este espacio como direcciones en

las que el punto se puede mover. Combinado con el gradiente de la función de pérdida,

se obtiene la dirección de mayor descenso de la función de costo.

Dos operaciones fundamentales para relacionar Tµ al espacio original son los mapeos
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Log y Exp. Ambas funcionan relativo al punto particular µ. Se define el mapeo Log :

M→ Tµ como la operación que toma un punto enM y lo mapea a su correspondiente

vector en Tµ. El mapeo Exp : Tµ →M es la operación inversa, que toma un vector en

Tµ y lo mapea a un punto en M. El trasfondo de como se construyen estos mapeos se

basa en la formulación de geodésicas en el espacio dado. Es más natural definir primero

el mapeo Exp y luego considerar el mapeo Log como su inversa. El mapeo Exp de un

vector v ∈ Tµ se construye a partir la geodésica única γv tal que γv(0) = µ y tiene como

vector de velocidad inicial v, es decir γ′v(0) = v. Luego, Expµ(v) = γv(1). El mapeo

encuentra entonces un punto sobre esta geodésica que se encuentra a una distancia de

una ’unidad de tiempo’ de µ. El mapeo Log es la operación inversa, que toma un punto

µ′ ∈M y encuentra el vector v ∈ Tµ tal que Expµ(v) = µ′.

Lo importante a retener de estas funciones es que se tiene acceso a operar sobre los

espacios tangentes de todos los puntos del espacio. Esto permite calcular el gradiente

de la función de pérdida en el espacio tangente y encontrar el vector correspondiente

a la dirección de mayor descenso. A partir de esto, tomar un paso de actualización es

simplemente cuestión de tomar el mapeo exponencial, con un factor η controlando el

tamaño del paso.
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Figura 4.4: Comparación entre el mapeo exponencial y su aproximación. Sobre cada subfigura,
se muestra el disco de Poincaré B2, junto con un punto arbitrario x ∈ B2. Se muestra un vector
v ∈ Tx, y los vectores dados por Expx(v) y Approxx(v). Recordamos que v no está en el disco
de Poincaré, sino sobre un espacio eucĺıdeo centrado en x.

La forma expĺıcita del mapeo exponencial en el modelo de bola de Poincaré está

dada por:

Expµ(v) = µ⊕ tanh

(
λµ‖v‖

2

v

‖v‖

)
(4.1)

en donde ⊕ es la suma de Möbius (operación definida sobre este espacio) y λµ es

el factor de escala de la bola de Poincaré en el punto µ (ver ecuación 3.6).

En verdad, en el trabajo original de PE [3], los autores usan una aproximación al
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mapeo exponencial dada simplemente por:

Approxx(v) = x + v

Está aproximación se llama una retracción, es esencialmente una aproximación a primer

orden del mapeo exponencial exacto. Es válida para vectores v pequeños. Considerar

por ejemplo la figura 4.4. Se muestra un punto x sobre B2, junto con un vector v ∈ Tx, es

decir sobre el espacio tangente a x. Se muestran luego los puntos a los que correspende el

mapeo exponencial y el mapeo aproximado, aplicados con x como posición de inicio y v

como vector de velocidad inicial. Vemos que en 4.4a, para un v pequeño, ambos mapeos

son similares. Al tener un v cada vez más grande, la aproximación se distorsiona. Para

un v suficientemente grande, existe el problema de que el mapeo aproximado da como

resultado puntos que ni siquiera están contenidos en B2, como se puede ver en 4.4c.

En [3], los autores resuelven este problema poniendo un ĺımite duro sobre el mapeo

aproximado, en donde si resulta que un punto queda afuera de la bola de Poincaré,

se lo fuerza a estar de vuelta adentro, cerca a la frontera. La ventaja de plantear el

mapeo exponencial exacto es entonces evitar este problema, junto con actualizaciones

más precisas para pasos grandes. Se planteó entonces introducir esta modificación para

hacer pruebas sobre su utilidad en cuanto a mejorar la precisión de los embeddings.

4.2.1. Algoritmo de Poincaré Embeddings

Consideremos el algoritmo de PE (3) en su completitud. Cabe destacar que algunos

de los pasos no están en el algoritmo original de [3], sino que son las modificaciones

hechas en este trabajo. Los pasos que no están en el algoritmo original, o han sido

modificados de alguna manera, están marcados con un asterisco (*).

Los parámetros que controlan el carácter del algoritmo son entonces:

dim d: La dimensión del embedding. Este es uno de los parámetros más significa-

tivos en captar toda la jerarqúıa de la red, dado que las redes se puede considerar

que tienen una dimensionalidad inherente.

epochs: La cantidad de veces que se hace una actualización de la cantidad de

nodos que hay en la red. Es decir, actualizarN nodos (no necesariamente todos los

nodos de la red, pues se eligen aleatoriamente) constituye un epoch. En general,

el embedding tiende a una configuración estable cuando se alcanza un número

suficiente de epochs.

learning rate η: El tamaño del paso de actualización. Para pasos muy grandes,

los nodos pueden moverse a lugares arbitrariamente lejos, no logrando converger

a una configuración mı́nima y estable. En general se puede llegar a un η tal que,
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Algoritmo 3 Poincaré Embeddings

Input: Red G(V,E) con N = |V | nodos y E = |E| enlaces.
Parámetros: dim (d), epochs, learning rate (η)
Output: YBd , las coordenadas cartesianas de todos los nodos en el embedding.
Funciones: Map = Exp o Approx, to hyperpolar(Xu) convierte coordenadas

cartesianas a coordenadas hiperpolares, to cartesian(Ru) convierte coordenadas
hiperpolares a coordenadas cartesianas.

1: Inicializar las coordenadas del embedding, con dimensión d. En [3], los autores to-
man posiciones aleatorias en un entorno cercano al origen. * Se puede usar LaBNE
para inicializar las coordenadas del embedding.

2: for epoch in epochs do
3: for n in N do
4: Seleccionar nodo u aleatoriamente.
5: * Actualizar posición de u mediante

xu ←Mapxu
(−η∇RL(X))

6: end for
7: * Opcional: Aplicar reordenamiento radial como en LaBNE, cada k epochs.

8: Ru ← to hyperpolar(Xu)
9: Reordenar Rr,u según los grados de los nodos.

10: Xu ← to cartesian(Ru)

11: end for
12: Las coordenadas actualizadas X son el embedding final YBd .

para pasos menores, el embedding final no mejora significativamente, y lleva más

pasos de actualización para llegar a una configuración estable.

Map: Si utilizar el mapeo exponencial exacto o el aproximado. El mapeo exacto

no resulta ser una mejora en la precisión del método, mostrando resultados muy

similares al del aproximado. Esto, junto con el hecho de que el mapeo exacto es

más costoso computacionalmente, hace que el mapeo aproximado sea el método

preferido.

En cuanto a la función de costo, se utiliza la misma que se utiliza en el algoritmo

original de [3]:

L(X) =
∑

(u,v)∈E

log
e−d(Xu,Xv)∑

w∈N (u) e
−d(Xu,Xw)

(4.2)

Esta función toma pares de nodos que estén conectados (u y v en la sumatoria

principal) y considera también un subconjunto de nodos a los cuales u no está conectado

(w en la suma del denominador). Esta función de costo es de tipo ranking loss [31],

en donde el objetivo es que los nodos conectados tengan una distancia menor que los
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nodos no conectados.

4.2.2. Posiciones iniciales

Un paso crucial del algoritmo es el primero: las posiciones iniciales de los nodos.

En [3], los autores aplican PE en todos los casos generando posiciones aleatorias en

un entorno pequeño del origen. En particular, generan posiciones con coordenadas ~x =

(x1, x2, · · · , xd) tal que xi ∈ [−0.001, 0.001]. El gran problema de la inicialización de las

coordenadas es que la estructura inicial resulta tener una influencia grande en el estado

final del embedding. Esto es algo que comentan en [3], y lo remedian introduciendo un

learning rate reducido durante los primeros 10 epochs. Tener un η reducido ayuda a

que los nodos se muevan de sus posiciones iniciales más gradualmente, para, de esta

manera, evitar que la estructura final del embedding sea demasiado dependiente de la

estructura inicial. En este trabajo, con la inicialización de LaBNE, se espera que el

embedding final sea más estable, y por lo tanto, no se requiere un η reducido, pues

la desventaja de utilizar un η pequeño es que hay que realizar más epochs para llegar

a una configuración estable. En general, se encontró que trabajar con ηin[0.01, 0.1]

resulta ser un rango razonable en este aspecto.

Otro aspecto que se aplica inspirado en LaBNE es el de un reordenamiento radial de

los nodos cada k epochs. Este reordenamiento, como en LaBNE, se basa en los grados

de los nodos, en donde se preserva la posición angular de los mismos pero se los reordena

radialmente, con el factor de escala γ de la red, que como se comentó en la sección

de LaBNE (4.1) se puede calcular. La justificación de aplicar este reordenamiento es

idéntica a la que plantean los autores en [1], que es considerar al modelo PS como gúıa

en el proceso de generar el embedding.

En la figura 4.5 se dan ejemplos que muestran de manera cualitativa el impacto

de las posiciones iniciales en el embedding final. Se puede ver en primer lugar en la

figura 4.5a una red PS, en donde se posicionan los nodos con sus coordenadas asignadas

en la generación de la red. El color de cada nodo indica su posición angular, y en el

resto de las figuras se mantienen los colores para ganar una intuición acerca de cómo

se distribuyen las coordenadas en el embedding a comparación de las originales. En la

figura 4.5c, se muestra un Poincaré Embedding de esta red PS, con posiciones iniciales

aleatorias como en [3]. Los clusters de nodos altamente relacionados se ven claramente

por sus colores. Se ve que estos clusters están correctamente agrupados por el algoritmo,

pero hay cierto solapamiento entre nodos de distintas regiones angulares. En general,

se puede ver que los clusters se fuerzan entre ellos a mı́nimos locales, recuperando

la red en alguna escala, pero no captando la estructura más global de la red. Esta

conclusión viene de considerar que la función de costo está planteada para acercar a

nodos relacionados y alejar nodos no relacionados, con lo cual si un cluster de nodos
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se encuentra agrupado y rodeado de otras secciones de la red con las cuales no hay

relación tan fuerte, cuando se tome un paso de actualización sobre alguno de los nodos

de dicho cluster, la función de pérdida crecerá con cualquier movimiento alejándose del

cluster actual. Entonces, efectivamente dichos nodos se encuentran en un mı́nimo local.
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(a) PS originales (b) LaBNE

(c) PE con posiciones inciales aleatorias
(d) PE con posiciones iniciales de LaB-
NE, sin reordenamiento radial.

(e) PE con posiciones iniciales de LaB-
NE, con reordenamiento radial.

Figura 4.5: Red PS junto con distintos embeddings de la misma. Se muestra la diferencia
fundamental entre aplicar PE con posiciones iniciales aleatorias vs. usar LaBNE. Parámetros de
la red: N = 500, k̄ = 6, γ = 2.3, T = 0.0, dim = 2, seed = 47.

Considerando la figura 4.5b que muestra el LaBNE de esta red, pasamos a la figura

4.5d, que es un PE de la misma red, con las posiciones iniciales de los nodos asignadas
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por el LaBNE. Se puede ver que el embedding resultante es mucho más efectivo en

capturar la estructura global de la red sin tener solapamiento entre distintas secciones.

Sin embargo, hay una fuerte tendencia a que los nodos de cada cluster se solapen

entre śı. En la figura 4.5e en cambio, se aplica un reordenamiento radial al finalizar la

generación del embedding. Esto recupera con mucha más claridad la estructura global

de la red, y los nodos de cada cluster se encuentran separados entre śı.

4.3. Implementación del código

En esta sección, se da un panorama resumido acerca de la implementación del códi-

go de este trabajo. Debido a la diversidad de métodos, la posibilidad de extenderlos

y la cantidad de parámetros que pueden ser modificados, se optó por implementar un

código modularizado, en donde cada aspecto de la teoŕıa tiene un conjunto de herra-

mientas bien definidas y que pueden ser reutilizadas en distintos contextos. Además,

es fundamental un pipeline efectivo para aplicar los algoritmos de manera secuencial.

Por ejemplo, generar redes PS es un módulo propio, del cual se retornan redes en un

formato estandarizado que pueden ser introducidas a los algoritmos de embedding, los

cuales están definidos para aceptar un cierto formato de redes.

El código está planteado como un módulo de Python, nombrado HNE por Hyper-

bolic Network Embeddings. Se puede encontrar en el repositorio de GitHub: github.

com/martinfama/HNE. En la figura 4.6 se puede ver un diagrama de flujo de la imple-

mentación. Ha sido construido utilizando Python 3.8, junto con bibliotecas orientadas

al análisis de redes y al aprendizaje automático (networX, torch y torch_geometric

especialmente).

La base de HNE consiste en las herramientas que permiten trabajar en espacio

hiperbólico, como por ejemplo una implementación del algoritmo de Riemannian Sto-

chastic Gradient Descent. En cuanto a los modelos de espacio hiperbólico, solo está

implementado el modelo de bola de Poincaré, incluyendo las funciones relevantes como

la métrica, la distancia entre puntos, el mapeo exponencial. Sin embargo, la estructura

del código permite extenderlo a otros modelos de espacio hiperbólico, como por ejemplo

el modelo de Lorentz.

Hay un módulo de generación de redes de Popularidad-Similaridad, cuyo funciona-

miento es relativamente simple. Un punto de enfoque en la construcción de este módulo

ha sido en emplear código eficiente para la generación de redes, ya que para redes con

muchos nodos y aristas, el tiempo de ejecución puede ser muy alto.

Luego, están implementados tanto LaBNE como Poincaré Embeddings, con una

estructura subyacente idéntica, de modo que HNE trata a los algoritmos de embedding

de la misma manera. De esta manera, es posible introducir una red como input y obtener

un embedding como output, con la posibilidad de simplemente elegir que algoritmo

github.com/martinfama/HNE
github.com/martinfama/HNE
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Figura 4.6: Diagrama de flujo de la implementación de HNE.

utilizar, junto con los parámetros relevantes.

Otro aspecto que guió el proceso metódico de construcción del código se encuentra

en el costo computacional previamente comentado. Debido a la naturaleza del análisis

de redes, en donde la cantidad de enlaces posibles es proporcional a N2, siendo N

el número de nodos, se requiere una cantidad importante de memoria computacional

para abarcar ciertas operaciones sobre redes a partir de cierto tamaño. Por ejemplo,

si consideramos generar una curva de predicción de enlaces de una red de N = 104

nodos, este proceso requiere guardar en simultáneo todas los posibles enlaces de la

red, es decir cada par de nodos. La cantidad máxima de enlaces se puede ver que es

Emax = N(N−1)/2, es decir para la red planteada se tiene que abarcar Emax ≈ 5×107.

Para una red con el doble de nodos (N = 2 × 104), se abarca Emax ≈ 2 × 108. Si

consideramos que cada una de estas entradas es la distancia con la que aplicamos el

ordenamiento de la lista, dadas en formato float de 64 bits, se necesitan 12 Gb de

memoria, solo para contener a la lista. Ordenarla es un proceso que también abarca una

cantidad de memoria importante. En la figura, se pueden ver dos módulos conectados
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a Network embedding analysis (que es justamente el módulo con el cual se hace análisis

como las curvas PR), los cuales indican que se puede trabajar con RAM directamente, o

mediante archivos temporales en disco. La ventaja de trabajar con archivos temporales

es que permite llevar a cabo procesos cuando no hay suficiente RAM accesible, a costo

de un mayor tiempo de ejecución.

Este último punto se puede ver en la figura 4.7, en donde se muestra el tiempo de

ejecución y la memoria utilizada en generar curvas PR de redes de distintos tamaños,

usando ambos métodos. Como es de esperar, trabajar directamente con RAM es mucho

más rápido, especialmente para redes grandes, pero el crecimiento de la memoria utili-

zada eventualmente hace imposible trabajar de esta manera en redes de gran tamaño.

Por otro lado, trabajar con archivos temporales es mucho más lento, pero el uso de

memoria es relativamente bajo y permite trabajar con redes de gran tamaño.
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Figura 4.7: Comparación de tiempo de ejecución (eje vertical izquierdo, curvas sólidas) y
utilización de memoria (eje vertical derecho, curvas punteadas) en la generación de curvas PR al
usar directamente RAM o mediante archivos temporales. Notar que todos los ejes están en escala
logaŕıtmica.

Esta implementación permite el uso de HNE en computadores personales, lo cual es

una ventaja importante si no se tiene acceso a un clúster de cómputo. En este trabajo,

la mayoŕıa de los resultados sobre la red real ASI, que es la más grande con la que se

trabajó, fueron obtenidos utilizando el clúster de F́ısica del Centro Atómico Bariloche,

lo que permitió trabajar con hasta 100 GB de RAM.



Caṕıtulo 5

Resultados

“However beautiful the strategy, you should occasionally look

at the results.”

— Winston Churchill

En este caṕıtulo, se presentan resultados obtenidos de aplicar los conceptos y al-

goritmos planteados sobre redes tanto sintéticas (PS) como una red real, en particular

la red ASI [32]. La estructura del caṕıtulo consiste en primero dar un análisis sobre

una variedad de redes PS, las cuales son fáciles de generar. Más aún, se puede trabajar

con una cantidad más pequeña de nodos que en las redes reales que se usan. Debido al

largo tiempo de ejecución de los algoritmos sobre las redes reales, trabajar con redes

más chicas permite armar un panorama más amplio del efecto de los parámetros de los

modelos, tanto los de generación de redes PS como el de los algoritmos de embedding.

Luego de esto, se presentan los resultados sobre la red ASI, lo cual se toma como una

manera de validar si los métodos planteados se prestan a aplicaciones prácticas.

5.1. Capacidad reconstructiva de redes PS

El primer cuerpo de resultados que se presenta se enfoca en la capacidad de los

algoritmos de embedding para recuperar las distancias (hiperbólicas) entre nodos de

redes, usando la totalidad de la red. Es decir, teniendo la lista de enlaces completa de

la red, se busca aplicar los algoritmos y comparar las distancias que resultan entre los

nodos con las distancias originales dadas por la generación con el modelo PS. Es decir,

considerando las posiciones que adquirieron los nodos en la generación de la red, se

toman las distancias entre los nodos con dichas coordenadas.

Es posible comparar las distancias originales con las dadas por un embedding usan-

do la distancia de Procrustes [33]. El análisis de Procrustes es un marco sobre el cual

estudiar formas geométricas y transformaciones entre ellas. En particular, se busca en-

35
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contrar una transformación que minimice la distancia entre dos formas geométricas. La

restricción sobre esta transformación está en que no se pueden deformar las distancias

relativas de una misma forma geométrica, más allá de un reescaleo de toda la forma. Es

claro entonces que las únicas transformaciones permitidas son traslaciones, rotaciones

y reescaleos. Para tomar más intuición sobre este proceso, considerar la figura 5.1. Se

muestran dos conjuntos de puntos en el espacio euclideo R2.1 En la subfigura de la

izquierda, se ve a simple vista que los dos conjuntos de datos no son muy similares.

Sin embargo, al aplicar el método de Procrustes, se obtiene una transformación que

minimiza la distancia entre los dos conjuntos de datos. En primer lugar se reescalean y

centran los conjuntos de puntos (subfigura del medio), y luego con una rotación de Y ,

se alinea casi totalmente la forma de los conjuntos de puntos (subfigura de la derecha),

minimizando la distancia entre ellos. De esta manera, se ve que en algún sentido X e Y

son la misma información. Es el residuo de la distancia entre los conjuntos de puntos

tras aplicar la transformación de Procrustes lo que se usa para comparar las distancias

originales con las dadas por el embedding. Al normalizar con uno de los conjuntos de

datos (por ejemplo X, que tomamos como nuestros datos ’originales’), se obtiene la

distancia de Procrustes, que está normalizada entre 0 y 1.
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Figura 5.1: Ejemplo ilustrativo de Procrustes, en donde se busca la mayor similitud entre dos
conjuntos de datos aplicando transformaciones que mantengan las relaciones entre los puntos de
cada conjunto (traslación, rotaciones y reescaleos).

Para lo que sigue de esta sección, consideramos entonces DistProc(XPS,XEMB)

como medida de la capacidad de un embedding (XEMB) de recuperar las distancias

entre nodos de la red generada con el modelo PS (XPS). En el mejor de los casos,

DistProc(XPS,XEMB) = 0.

A modo ilustrativo de cómo se presentan estos resultados, considerar la figura 5.2.

Se comparan las coordenadas originales de redes generadas con PS, con sus embeddings

respectivos dados por LaBNE. La escala de colores indica la distancia de Procrustes.

Cada subgrafo contiene una grilla en donde se barren los parámetros de factor de escala

1Un tratamiento del análisis de Procrustes en espacio hiperbólico se puede encontrar en [34].
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Figura 5.2: Ejemplo de distancias de Procrustes entre LaBNE y las distancias originales del
modelo PS. Se generaron redes con N = 500 nodos, d = 5 dimensiones, y barridas de parámetros
k̄, γ y T .

(γ) y la temperatura (T ) en el modelo PS, con cada subgrafo correspondiendo a un valor

particular de k̄, el grado promedio. En todos los casos, se armaron redes con N = 500

nodos, y se trabajó en dimensión d = 5. Entonces, cada celda particular de un subgrafo

corresponde a un análisis sobre redes generadas con esos parámetros. En particular,

para cada entrada, se generó un ensemble de 20 redes con estas caracteŕısticas, luego se

obtuvo el LaBNE de cada una, y se promedió DistProc(XPS,XLaBNE,i) para cada i =

0, . . . , 20. Recordamos que cuanto menor la distancia, mejor ha sido recuperada la forma

original de la red. Inmediatamente se ven tendencias dependientes los parámetros. Por

ejemplo, hay una fuerte dependencia con k̄, en donde se ve que a medida que k̄ aumenta,

la distancia de Procrustes disminuye. Esto es esperable, ya que a mayor grado promedio,

mayor es la cantidad de enlaces totales en la red, y por lo tanto mayor es la cantidad

de información con la cual se genera el embedding.

Podemos entonces ahora comparar la calidad de LaBNE con el rendimiento de PE.

Se repitió el procedimiento explicitado para LaBNE pero aplicando PE con parámetros

d = 5, epochs = 104, η = 0.2 y mapeo exponencial exacto, con posiciones iniciales

dadas por LaBNE. Para ver más claras las diferencias entre los dos métodos, en la

figura 5.3 se muestra no la distancia de Procrustes para los PE, sino la proporción

entre DistProc(XPS,XPE) y DistProc(XPS,XLaBNE). Esto permite resaltar los casos en

donde PE es mejor que LaBNE, pues en esos casos la proporción es menor a 1. En

general, vemos que esta configuración de PE mejora a LaBNE para T no muy grande,

y funciona mejor con γ cercano a 3 en vez de 2. Además, se encontró que en todos los
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casos PE funcionó mejor que LaBNE, es decir en ningún caso la proporción fue mayor

a 1.
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Figura 5.3: Comparación de PE con los resultado de LaBNE de la figu-
ra 5.2. En vez de mostrar la distancia de Procrustes, se muestra la proporción
DistProc(XPS,XPE)/DistProc(XPS,XLaBNE). Se muestra en otra escala de colores que
otras figuras, para indicar que se trata de una relación entre DistProc(PE) y DistProc(LaBNE).

Con estos ejemplos ilustrativos, procedemos a analizar en más detalle los parámetros

más relevantes en la aplicación de estos métodos. La primer cuestión a tratar es acerca

de la dimensionalidad utilizada en los embeddings.

5.1.1. Dimensionalidad inherente en redes PS y LaBNE

Como se trató en la sección 3.3, el modelo PS es fácilmente extendido para generar

redes en dimensiones arbitrarias. Este proceso de generación impone una cierta dimen-

sionalidad inherente en la red final, con lo cual embeddings generados en dimensiones

menores tienen inevitablemente distorsiones importantes. Esto es claro en la figura 5.4,

en donde se muestran heatmaps de DistProc para redes PS de dimensión d = 5, a las

cuales se les aplicó LaBNE con distintas dimensionalidades (cada subgrafo corresponde

a una dimensionalidad en particular). Podemos ver que entre d = 2 y d = 5, el rendi-

miento mejora. Para d mayores, hay una leve mejora, aunque no es tan significativa.

Si graficamos el promedio de cada subgrafo de la figura 5.4 en función de la dimen-

sionalidad, obtenemos lo que se ve en la figura 5.5. Acá se ve más claro que la capacidad

del embedding parece saturar cerca de la dimensionalidad original de la red, en verdad

algunas dimensiones arriba. Este resultado es un tanto esperable. Consideremos por
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Figura 5.4: Impacto de la dimensionalidad de LaBNE en la capacidad reconstructiva. Se
generaron redes con N = 500, k̄ = 10 y d = 5. Cada subgrafo muestra LaBNE aplicado con
una dimensionalidad distinta, entre 2 y 10. Se ve una mejora en el método al aumentar la
dimensionalidad.

ejemplo la figura 3.5a de la sección 3.3. Se muestra graficada expĺıcitamente una red PS

generada en 2 dimensiones, junto su LaBNE de 3 dimensiones. A pesar de que en ese

LaBNE se abarcan tres coordenadas, la forma resultante sigue siendo en esencia una

figura de dos dimensiones. Se puede pensar en por ejemplo una figura bidimensional

colocada en un espacio tridimensional: se puede orientar y colocar de maneras muy

distintas, pero la figura en si sigue siendo bidimensional. Esto se puede ver claramente

en el ejemplo de la figura 4.2 del caṕıtulo 4.

Estos resultados son relevantes para abarcar el estudio de redes reales, en donde

la dimensionalidad de los embeddings es un parámetro que se debe ajustar. Como

se verá, se encuentra que para las redes reales que se estudian, parece haber una

dimensionalidad inherente presente. Al igual que en el caso de las redes PS, se ve que

la capacidad del embedding se ve saturada en esta dimensionalidad. Es fundamental

entonces tener en cuenta este factor, ya que si se elige una dimensionalidad menor, se

corre el riesgo de perder información importante. Debido al corto tiempo de ejecución

de LaBNE a comparación de PE, es un buen primer paso aplicar un barrido de la

dimensionalidad con LaBNE e intentar encontrar el punto de saturación. Esto indica

la dimensionalidad óptima en la cuál trabajar, con lo cual se puede aplicar PE para

obtener embeddings de mejor calidad, sin tener que hacer el barrido costoso con PE.
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Figura 5.5: Promedios de los subgrafos mostrados en la figura 5.4. Se ve una clara saturación
de la capacidad del embedding a partir de d = 5.

5.1.2. Variación de parámetros de Poincaré Embeddings
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Figura 5.6: DistProc entre red PS y PE, con distintas combinaciones de parámetros de PE.
En particular, se muestran variaciones sobre el mapeo (exponencial vs. aproximado), acerca del
posicionamiento inicial de los nodos (aleatorio vs. LaBNE), y sobre la cantidad de epochs y
el learning rate. Se puede ver claramente el impacto del posicionamiento inicial. En cuanto al
mapeo, se ve que no hay una diferencia significativa.

En esta sección se muestran resultados de aplicar Poincaré Embeddings a redes PS,

con un enfoque en analizar como la variación de parámetros de PE afecta la precisión

final del embedding. Se omite un análisis exhaustivo acerca de la dimensionalidad, ya
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que los resultados con LaBNE se extienden a PE. En general, se ve que la dimensio-

nalidad óptima es la misma que la de la red original.

En la figura 5.6 se pueden ver heatmaps de la distancia de Procrustes para embed-

dings de Poincaré aplicados sobre una red PS (N = 1000, k̄ = 6, γ = 2.7, T = 0.2 y

d = 5). Se muestran distintas combinaciones de parámetros de PE. En particular, se

muestran variaciones sobre el mapeo (exponencial vs. aproximado), el posicionamiento

inicial de los nodos (aleatorio vs. LaBNE), y sobre la cantidad de epochs y el learning

rate. Se puede ver claramente el impacto del posicionamiento inicial. En cuanto al

mapeo, se ve que no hay una diferencia significativa.

El learning rate η, como es de esperar, es importante en los extremos. Para un η

grande (por ejemplo η = 1 en los ejemplos), hay un impacto en la precisión máxima

del embedding, pues se puede ver que la distancia de Procrustes resulta mayor en estos

casos que para η menores. Sin embargo, en el otro extremo (η = 0.001), se puede ver

que la distancia de Procrustes es mayor que para η intermedios. Esto se debe a que en

la misma cantidad de epochs, el embedding no llega a converger. En general, con las

pruebas hechas en este trabajo, se encontró que η ∈ [0.01, 0.1] es un buen rango para

trabajar.
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Figura 5.7: Comparación de los tiempos de ejecución del mapeo exponencial exacto y apro-
ximado. Se corrieron 106 instancias de aplicar los mapeos a 100 vectores de dimensión 10. Se
muestra el histograma de la relación (tiempo mapeo exacto/tiempo mapeo aproximado) para
cada instancia. Se puede ver que en promedio, el mapeo exacto es 6.7 veces más lento que el
mapeo aproximado.

En cuanto a la diferencia de tiempo de ejecución entre el mapeo exponencial exac-

to y aproximado, se puede ver en la figura 5.7 un histograma que muestra el tiempo
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de ejecución relativo entre ambos, con corridas sobre 106 casos de vectores generados

aleatoriamente. Se muestra la relación entre el tiempo de ejecución del mapeo expo-

nencial exacto y el aproximado. Se puede ver que el mapeo exacto es en promedio 6.7

veces más lento que el aproximado, y una proporción importante aumenta hasta casi

8 veces más lento. Esto, combinado con el resultado anterior en donde se ve que no

hay mejoras significativas en la precisión del embedding, indica que el mapeo exacto

no es una mejora en el algoritmo, ya que se sacrifica mucho tiempo de ejecución por

una mejora despreciable.
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Figura 5.8: DistProc entre red PS y PE, a lo largo de los epochs. Se generó una red PS de
1000 nodos, con k̄ = 6, γ = 2.7, T = 0.2 y d = 2. Luego, se generó el PE con η = 0.001, mapeo
exacto y posición incial dada por LaBNE.

En la figura 5.8, se muestra la distancia de Procrustes calculada entre una red PS

(generada con N = 1000, k̄ = 6, γ = 2.7, T = 0.2 y d = 2) y un PE a lo largo de

los epochs. A lo largo de la evolución del PE, la distancia disminuye, indicando que

el embedding se va ajustando a la red. Para suficientes epochs, la distancia converge

a una distancia de Procrustes mı́nima, indicando que el embedding ha llegado a un

equilibrio, o al menos a una configuración que no se puede mejorar más. Se puede ver

que esto ocurre alrededor de los 500 epochs.

Considerando que en el ejemplo anterior cada epoch actualiza N = 1000 nodos,

esto equivale a 5 × 105 actualizaciones de nodos. Es necesario destacar este último

punto, pues la cantidad de pasos de actualización en un epoch está sujeto a la cantidad

de nodos. Entonces, para redes más grandes, el costo computacional de aplicar la

misma cantidad de epochs que en redes más pequeñas crece de manera significativa.
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Por ejemplo, en la figura 5.9 se muestra el tiempo de ejecución de PE para distintos

tamaños de redes, en todos los casos con 10 epochs (cada punto es en verdad un

promedio de ensembles de 10 redes). Se muestra además el caso del mapeo exacto y

el aproximado, en donde se ve claramente que el mapeo exacto es mucho más lento

que el aproximado. Debido a la complejidad computacional O(epochs×N), se ve que

el tiempo de ejecución crece de manera lineal con la cantidad de nodos. Esto es una

barrera grande a la hora de generar embeddings de redes grandes, como por ejemplo la

ASI que contiene al rededor de 24000 nodos (y es relativamente pequeña a comparación

de otras redes reales gigantescas de millones de nodos).
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Figura 5.9: Tiempo de ejecución de 10 epochs de PE para distintos tamaños de redes. Se
muestra el tiempo de ejecución para el mapeo exacto y aproximado. Notar la escala logaŕıtmica
en el eje horizontal, que corresponde al número de nodos.
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5.2. Red ASI

En esta sección se muestran resultados acerca de la aplicación de LaBNE y PE a la

red de Autonomous Systems Internet (ASI). En [32], los autores plantean un proceso

para mapear la topoloǵıa de la red de routers de internet a nivel mundial. Esto se lleva

a cabo mediante un sistema de pings (esencialmente pequeños paquetes de información

que buscan una respuesta de un sitio o router), que al viajar por el internet recopilando

información de los caminos que toman van armando una imagen de este mapa. Para este

trabajo, se utilizaron dos versiones de la red ASI en distintos instantes temporales, en

particular un snapshot de septiembre del 2009 y otro de diciembre del 2010. En ese lapso

de tiempo, la red crece tanto en cantidad de nodos como enlaces. Como los métodos

planteados en este trabajo se enfocan en predecir enlaces entre nodos ya presentes en la

red, se consideran entonces solo los nuevos enlaces del snapshot de diciembre del 2010,

con el mismo conjunto de nodos. Es sobre este conjunto de nuevos enlaces que se evalúa

la precisión de los embeddings para predecir dichos enlaces. En particular, se tienen

24091 nodos, con 59531 enlaces en el primer snapshot, y 48119 nuevos enlaces en el

segundo snapshot. En https://bitbucket.org/dk-lab/2015_code_hypermap/src/

master/ se puede encontrar código y datos del trabajo [35], en donde se encuentran

los distintos snapshots de la red ASI.

LaBNE y dimensionalidad

El análisis de esta red consistió en generar LaBNEs en 2, 3, 4, 5, 10, 15 y 20 di-

mensiones, y luego series de embeddings de Poincaré con distintas combinaciones de

parámetros, incluyendo si usar LaBNE como posiciones iniciales o no (en cuyo caso,

posiciones aleatorias). En la figura 5.10, se pueden ver las curvas PR generadas con

los embeddings dados por LaBNE, sobre las distintas dimensiones. En primer lugar,

se puede ver una enorme mejora sobre los resultados a comparación de d = 2, que es

la dimensionalidad utilizada en el algoritmo de LaBNE original planteado en [1]. En

particular, hay una drástica mejora entre d = 3 y d = 4, con una mejora mucho menos

exagerada entre d = 4 y d = 5, indicando que la dimensionalidad inherente de esta

red podŕıa considerarse en este rango. Se reitera que en este trabajo no se plantea una

manera rigurosa de definir ni de calcular la dimensionalidad inherente, más allá de la

que se obtiene de la curva PR. Para las dimensiones más elevadas, se puede ver un

efecto interesante en el comportamiento de las curvas PR a lo largo del recall: mien-

tras que a recalls bajos hay una pérdida de precisión a comparación de algunas de las

dimensiones menores, a medida que el recall aumenta, eventualmente es mayor para

estas dimensiones elevadas. Una posible explicación de este comportamiento es que

al tener una dimensionalidad grande, las distancias respectivas entre nodos altamente

probables de ser conectados (que son los primeros enlaces en ser considerados en la

https://bitbucket.org/dk-lab/2015_code_hypermap/src/master/
https://bitbucket.org/dk-lab/2015_code_hypermap/src/master/
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lista de PR ordenada) se distorsionan más que en dimensiones más bajas, cerca de la

dimensionalidad inherente. Sin embargo, para el resto de la red, tener una dimensio-

nalidad mayor es beneficioso, ya que permite que las distancias entre nodos que no son

altamente probables de ser conectados se distorsionen menos, ya que en algún sentido

hay más espacio para abarcar a conjuntos de nodos cercanos, aún manteniendo una

jerarqúıa de distancias entre nodos.
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Figura 5.10: Curvas de precisión y recall generadas con LaBNE aplicado a ASI, con distintas
dimensiones.
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Figura 5.11: AUC de las curvas PR de la figura 5.10.

Una medida que permite comparar rendimiento entre las distintas curvas PR, que

como se acaba de comentar pueden tener comportamientos distintos a lo largo del
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recall, es utilizar el área bajo la curva (AUC, por area under curve en inglés). Tanto la

precisión como el recall pueden variar entre 0 y 1, y el área máxima abarcada por una

curva PR es 1, en cuyo caso se lee como un rendimiento perfecto, en donde todos los

enlaces a predecir son abarcados en la cabecera de la lista PR. Entonces, AUC es una

medida entre 0 y 1, que puede dar un indicio del rendimiento relativo entre distintos

embeddings. En la figura 5.11, se muestra las AUC calculadas para las curvas de PR

de la figura 5.10. Se puede ver la mejora drástica en las dimensiones bajas, junto con

una eventual cáıda para dimensiones más altas. Eventualmente, en la dimensionalidad

más alta considerada (d = 20) vuelve a aumentar el rendimiento. Debido a limitaciones

computacionales, no se ha podido evaluar dimensiones más grandes que d = 20 para

esta red, con lo cual seŕıa de interés poder superar esta limitación para poder evaluar

si el rendimiento mejora aún más para dimensiones más altas.

Habiendo presentado los resultados sobre LaBNE, en donde la dimensionalidad es

esencialmente el único parámetro a variar, se pasa a estudiar los resultados dados por

el conjunto de variaciones considerados de Poincaré Embeddings.

Epochs

Por ejemplo, en la figura 5.12 se muestran curvas PR en donde el parámetro variado

son los epochs. En particular, se aplicó PE con 5 dimensiones, junto con un learning

rate de η = 0.01, mapeo exponencial exacto y un reordenamiento radial cada 1000

epochs. En todos los casos, con inicialización de las posiciones dadas por el LaBNE

de dimensión 5, que también se muestra. Se puede ver que el rendimiento con 10000

epochs, que son la menor cantidad de epochs mostrados, está cercano al rendimiento con

epochs mayores. Es decir, con más epochs se está obteniendo una precisión levemente

mayor, pero a costo de órdenes de magnitud de más tiempo de procesamiento. Se puede

ver que para recalls altos, todos los métodos, incluyendo LaBNE, tienden a la misma

precisión.

En la figura 5.13, se muestran las AUC de estas curvas. En todos los casos, es claro

que el rendimiento es mejor que LaBNE, pero es clara la tendencia a una precisión

tope en los epochs. Considerando esto, seŕıa de interés poder automatizar el proceso

de frenar el entrenamiento cuando se alcanza una precisión suficiente. El problema con

esto es que no se conoce a priori cuál es la precisión óptima, y por lo tanto no se puede

definir un criterio de parada. Para evaluar la precisión y comparar a lo largo de los

epochs, generar la curva PR es un proceso computacionalmente costoso, por lo que no

es viable realizarlo en intervalos de epochs muy pequeños.
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Figura 5.12: Curvas PR sobre ASI, aplicando PE en 5 dimensiones y variando los epochs. Se
utiliza LaBNE como inicialización (en la misma dimensionalidad), el mapeo exponencial exacto,
y un reordenamiento radial cada 1000 pasos de actualización (no epochs, sino actualizaciones de
nodos individuales).
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Figura 5.13: AUC de las curvas PR de la figura 5.12.

Posición inicial

En esta sección se presentan resultados acerca del impacto de la inicialización de

las posiciones para PE. Se muestran curvas PR generadas a partir de embeddings

generados con PE, con los mismos parámetros, salvo la posición incial. En un ca-

so, se utiliza el posicionamiento original dado en [3], en donde cada nodo adquiere
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una posición aleatoria tal que cada que cada nodo i tiene coordenadas dadas por

xi,1, . . . , xi,d ∈ [−0.001, 0.001], siendo d la dimensionalidad del embedding. En el otro

caso, se utiliza la inicialización dada por el LaBNE. En la figura 5.15 se muestran tres

curvas PR, correspondientes al LaBNE en dimensión 3 (curva negra punteada), y los

correspondientes embeddings generados con PE, con 13 epochs, learning rate η = 0.01,

mapeo exponencial exacto y un reordenamiento radial cada 4 epochs. Se puede ver

que ambos PE tienen mejor rendimiento que el LaBNE, pero como es de esperar, el

PE con inicialización dada por el LaBNE tiene un mejor rendimiento que el PE con

inicialización aleatoria.

Notablemente, ambas curvas tienden a la misma precisión para recalls bajos, y

también junto con el LaBNE para recalls altos. Para recalls altos, la explicación se

puede dar por el hecho que para alcanzar un recall de 1, hay que abarcar todos los

enlaces a predecir. En general, en la lista de distancias ordenadas con la que se genera

las curvas PR, terminan habiendo enlaces verdaderos que quedan en el fondo de la

lista, con lo cual independientemente de la precisión en recalls bajos, alcanzar un recall

alto implica barrer prácticamente toda la lista. Entonces, en recalls altos, la precisión

tiende a:

P =
tp

tp + fp
−→ E

N(N − 1)/2

siendo tp los enlaces correctamente predichos, fp los enlaces incorrectamente predi-

chos, y E la cantidad de enlaces en el grafo. Dado que E � N(N − 1)/2, esto tiende a

0.

Para recalls bajos, la similitud en los resultados no es tan clara, aunque se considera

probable que los primeros enlaces a predecir estén asociados a mayor información de

la red (por ejemplo, enlaces entre nodos de alto grado), y por lo tanto, PE recupere

esta información rápidamente al generarse el embedding.

En la figura 5.15, se muestran resultados similares, pero en 15 dimensiones. Además,

en este caso, no se aplicó un reordenamiento radial a lo largo del entrenamiento, sino

que solo al final. Se ven resultados similares a los esperados, con un comportamiento

distinto en los recalls bajos y altos, en donde para recall bajo es más preciso el PE con

inicialización aleatoria, y para recall alto es más preciso el PE con inicialización dada

por el LaBNE, y además el mismo LaBNE tiene un mejor rendimiento que el PE con

inicialización aleatoria. Acá se presenta nuevamente una dependencia con la dimensio-

nalidad, pues para el ejemplo anterior de dimensionalidad 3, el PE con inicialización

aleatoria tiene un mejor rendimiento que el PE con inicialización dada por el LaBNE.

Un estudio más profundo y sistemático de este fenómeno queda para trabajos futuros.
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Figura 5.14: Curvas PR de LaBNE sobre ASI en 3 dimensiones, junto con PE aplicado con
inicialización aleatoria de las posiciones y con inicialización mediante LaBNE. En ambos casos, el
PE se aplicó con 13 epochs, learning rate η = 0.01, mapeo exponencial exacto y un reordenamiento
radial cada 4 epochs.
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Figura 5.15: Curvas PR de LaBNE sobre ASI en 15 dimensiones, junto con PE aplicado
con inicialización aleatoria de las posiciones y con inicialización mediante LaBNE. En ambos
casos, el PE se aplicó con 13 epochs, learning rate η = 0.01, mapeo exponencial exacto y un
reordenamiento radial al finalizar el entrenamiento.

Mapeo exponencial exacto vs. aproximado

En la figura 5.16, se muestra un histograma que indica la relación entre la AUC

de curvas PR de PE al generar estos embeddings de manera idéntica pero con el

mapeo exponencial exacto o aproximado. Es decir, para cada combinación espećıfica

de parámetros, se consideraron las dos curvas PR: mapeo exacto y aproximado. Luego,

se tomó la AUC de estas curvas y se consideró la proporción:
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AUCexacto

AUCaproximado

De esta manera, se tiene un indicio de si uno de los dos mapeos es mejor que el

otro. La conclusión es que no, pues en promedio se tiene una proporción de 1, con una

variación pequeña alrededor de este valor. Este resultado, junto con el que se puede

encontrar en la figura 5.7, indica que no se justifica utilizar el mapeo exacto, pues

es computacionalmente más costoso y no mejora el rendimiento. Se aclara que no se

justifica utilizarlo de la manera que se ha hecho en este trabajo, y no se descarta que

podŕıa ser útil en otras circunstancias.
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Figura 5.16: Relación entre la AUC de curvas PR de PE al generar estos embeddings de manera
idéntica pero con el mapeo exponencial exacto o aproximado. Es decir, AUCexact/AUCaproximado.
Se ve que en promedio, se tiene una proporción de 1, con variación pequeño alrededor de este
valor. Esto indica que no hay diferencia significativa entre el mapeo exacto y el aproximado en
cuanto a la precisión del embedding final.

5.3. Resultados pendientes

En esta sección, se hacen comentarios acerca de caminos no finalizados de este

trabajo que podŕıan ser interesantes de explorar en trabajos futuros. Además de la

red ASI, se planteó hacer un análisis similar sobre la red WordNet [36], que es una

red que abarca relaciones encontradas entre palabras en el idioma inglés. En el trabajo

original de PE [3], se hace un análisis de esta red. En particular, se considera un

subconjunto de la red total, compuesta por relaciones entre sustantivos, que consiste

de 85115 palabras (nodos) y 743241 relaciones entre ellas (enlaces). El tamaño de esta

red resultó ser demasiado para abarcar con el código tal como está implementado.

Otro aspecto que se consideró, pero que no se terminó de implementar, fue el de
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extender los modelos del espacio hiperbólico. En particular, se buscó implementar el

modelo de Lorentz para comparar con el modelo de Poincaré, en cuanto a precisión

numérica y tiempo de ejecución. Por cuestiones de tiempo y priorización de otros

resultados, este camino quedó pendiente.

Finalmente, seŕıa importante plantear la posibilidad de abarcar una diversidad de

redes más amplia, incluyendo redes que no sean a priori de tipo hiperbólico, para

encontrar limitaciones en estos modelos a la hora de analizar cualquier red compleja.





Caṕıtulo 6

Conclusiones

Se hizo un análisis acerca de redes complejas desde la perspectiva del espacio hi-

perbólico, en cuanto a la capacidad de utilizar este espacio y sus propiedades geométri-

cas para considerar la generación de redes y embeddings de las mismas. Considerando

la jerarqúıa y la propiedad scale-free t́ıpicamente presente en muchas redes complejas

emṕıricas, el espacio hiperbólico es un espacio que se presta naturalmente a describir

y/o modelar el crecimiento de dichas redes.

Se trabajó con dos algoritmos de embeddings distintos: Laplacian-based Network

Embedding (LaBNE) [1] y Poincaré Embeddings (PE) [3]. Ambos métodos se basan en

utilizar el espacio hiperbólico para encontrar un embedding que permita representar la

estructura de la red con el objetivo de realizar distintas tareas de manera más eficiente

y precisa. El LaBNE está estructurado para considerar al modelo de Popularidad-

Similaridad (PS) [8] de generación de redes, mientras que PE solo considera un espacio

hiperbólico, sin considerar un modelo espećıfico de generación de redes.

Se implementó un código modularizado de estos métodos, incluyendo herramientas

para trabajar en espacio hiperbólico, generar redes PS, generar los embeddings, y ana-

lizar la capacidad reconstructiva de los mismos, tanto en redes sintéticas PS, como en

una red real, la Autonomous Systems Internet (ASI) [32].

Se encontró que ambos métodos son efectivos en sus objetivos, y que la combina-

ción de ambos es más poderosa que cualquiera de los dos métodos por separado. En

particular, uno de los resultados de mayor impacto reside en el posicionamiento inicial

de los nodos en PE. Inicializar estas posiciones de manera aleatoria, como se plantea

en [3], resulta en una configuración final de manera subóptima. Al utilizar LaBNE pa-

ra inicializar PE, se obtiene una configuración final que permite una mejor capacidad

reconstructiva. Una gran ventaja de aplicar este paso es que LaBNE es un algoritmo

relativamente rápido en comparación con PE, el cual requiere de una gran cantidad de

pasos de actualización para llegar a una configuración final.

Otro aspecto que se ha abarcado en este trabajo es acerca de la dimensionalidad
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de los modelos. Tanto en el modelo PS original como LaBNE están planteados en 2

dimensiones, es decir sobre el disco de Poincaré B2. Sin embargo, se consideró expandir

estos modelos para trabajar en dimensiones arbitrarias, es decir Bn. Esta generalización,

que es relativamente simple de implementar, introduce una riqueza en la estructura de

las redes y los embeddings generados que no es posible en 2 dimensiones. Resultados

preliminares muestran que se puede considerar una dimensionalidad ’inherente’ de una

red compleja, en cuanto a la cantidad de dimensiones necesarias para representarla en

los modelos. La validez de esta consideración se puede ver en un análisis hecho sobre

la capacidad reconstructiva de LaBNE sobre redes PS que han sido generadas con una

dimensión espećıfica. Se encontró que el LaBNE aplicado con dimensión menor a la red

original pierde información de la misma, la cual es recuperada con mayor precisión si se

genera LaBNE con la misma dimensión o mayor. También se encontró que introducir

la dimensionalidad como parámetro en LaBNE permite obtener mucha más precisión

a la hora de hacer predicción de enlaces en la red ASI, con una mejora drástica entre

2 y 5 dimensiones, con mejoras no tan significativas (aunque interesantes igual) para

dimensiones mayores. Al estar planteado PE para trabajar en dimensiones arbitrarias,

sigue siendo válido el paso de inicializar PE con LaBNE.

En cuanto a PE, se hizo un análisis de los parámetros de este algoritmo, espećıfi-

camente el impacto de los epochs, el learning rate η y el mapeo exponencial (exacto o

aproximado), junto con la inicialización con LaBNE y la dimensionalidad, previamente

comentados. Los resultados indican que lo más significativo reside en la dimensionali-

dad, en la inicialización con LaBNE, y en aplicar una cantidad suficiente de epochs,

aunque no excesiva. El learning rate η resultó ser óptimo en el rango de 0.01 a 0.1,

aunque no se descarta que en otras circunstancias pueda ser más conveniente utilizar

un learning rate mayor o menor. En cuanto al mapeo, se encontró que la diferencia en-

tre utilizar uno o el otro es mı́nima, indicando una equivalencia entre ambos en cuanto

a la precisión al ser aplicados como se han planteado en este trabajo. Sin embargo,

el costo computacional elevado del mapeo exponencial, que es significativamente más

alto que el aproximado, permite descartar por completo utilizarlo de la manera que

se ha planteado en este trabajo. No se descarta una utilidad de este mapeo en otras

circunstancias.

A futuro, se considera un buen camino aplicar estos métodos a otras redes reales,

como la WordNet [36] que fue analizada en el trabajo original de Poincaré Embeddings.

En el presente trabajo, se intentó hacer un análisis acerca de esta red, pero hubieron

limitaciones debido al tamaño de la red, tanto en memoria computacional como en

tiempo de ejecución. Esto último también indica que un buen camino a seguir es una

mayor optimización del código planteado en Hyperbolic Network Embeddings (HNE),

para que pueda ser aplicado a redes más grandes. Otro aspecto a considerar es la

posibilidad de extender los modelos planteados. Por ejemplo, plantear PE en otros
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modelos del espacio hiperbólico, como el modelo de Lorentz, podŕıa traer mejoras en

cuanto a la precisión computacional de las operaciones que se llevan a cabo.
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